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ÖZET 

 

         Yüksek Lisans Tezi 

 

DOĞANCI BARAJI’NDA METEOROLOJİK VERİLER İLE SU KALİTESİ VE 

SU SEVİYESİ ARASINDAKİ İLİŞKİNİN YAPAY SİNİR AĞLARI İLE 

MODELLENMESİ 

 

Asifa ANWAR 
 

                                             Bursa Uludağ Üniversitesi 

                                             Fen Bilimleri Enstitüsü 

                                  Çevre Mühendisliği Anabilim Dalı 

 

Danışman: Doç. Dr. Aslıhan KATİP 

 

Nüfus artışı, endüstrileşme ve aşırı enerji tüketimi iklim değişikliğine yol açtı ve barajlar 

gibi su kaynaklarını etkilemektedir. Bu etkileri anlamak için bu çalışmada meteorolojik 

parametreler dikkate alınarak ileri beslemeli sinir ağları (IBSA) kullanılmıştır. Modelin 

başarısı, gözlenen ve tahmin edilen veriler arasındaki ortalama kare hataya ve korelasyon 

katsayısına dayanarak belirlenmiştir. İlk modellemede meteorolojik girdiler ve çıktı 

olarak Doğancı Barajı su kalitesi verileri kullanılarak üç farklı model test edilmiştir. Bu 

modellemede, en düşük OKH (1,20) ve en yüksek korelasyona (0,98) sahip olan modelde 

hava sıcaklığı, güneş radyasyonu ve güneş yoğunluğu gibi girişlerle Doğancı Barajı su 

sıcaklığı, pH, çözünmüş oksijen, manganez, arsenik ve demir konsantrasyonu çıktı olarak 

kullanılmıştır. İkinci modellemede, farklı meteorolojik girişler ve su bütçesi 

parametrelerinin çıktıları kullanılarak üç model test edilmiştir. Bu modellemede, hava 

sıcaklığı, güneş radyasyonu, güneş yoğunluğu, buharlaşma ve evapotranspirasyon gibi 

girişler kullanılarak Doğancı Barajı hacmi, gelen ve giden su akışı ve su seviyesi gibi 

çıktılarıyla daha düşük OKH (0,60) ve daha yüksek korelasyon (0,99) elde edilmiştir. Son 

olarak, Doğancı Barajı'nın su kalitesi parametreleri arasındaki ilişkiyi belirlemek için iki 

farklı model daha test edilmiştir. İyi performans gösteren modelde (2,5x10-4 hata değeri 

ve 0,92 korelasyon değeri) su sıcaklığı, alkalinite, pH ve çözünmüş oksijen gibi girişlerle 

arsenik, mangan ve demir gibi iz elementlerin konsantrasyonları incelenmiştir. Bu 

çalışmanın sonuçlarına göre, hava sıcaklığı, güneş radyasyonu ve güneş yoğunluğunun 

bir barajın su kalitesi ve su bütçesini etkilediği görülmektedir. Bu çalışma, yapay sinir 

ağlarının meteorolojik parametrelerle bir barajın hidrolojisi ve su kalitesi hakkında 

tahminler yapmak ve etkileşimleri belirlemek için uygun bir araç olduğunu göstermiştir. 

 

Anahtar Kelimeler: Doğancı Barajı, ileri beslemeli yapay sinir ağları, eğitim 

algoritmaları, meteorolojik parametreler, su kalitesi, su seviyesi. 

2023, vii + 57 sayfa 
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ABSTRACT 

 
             MSc Thesis 

 

MODELING THE RELATIONSHIP BETWEEN METEOROLOGICAL AND 

DOĞANCI DAM’S WATER QUALITY AND WATER LEVEL DATA USING 

ARTIFICIAL NEURAL NETWORKS 

 

Asifa ANWAR 
 

Bursa Uludağ University 

                           Graduate School of Natural and Applied Sciences 

                               Department of Environmental Engineering 

  

Supervisor: Doç. Dr. Aslıhan KATİP 

 

Population growth, industrialization and excessive energy consumption have led to 

climate change and are affecting water resources such as dams. To understand these 

effects, feed-forward neural networks (FFNN) were used in this study, taking into account 

meteorological parameters. The success of the model was determined based on the mean 

square error and correlation coefficient between the observed and predicted data. In the 

first modeling, three different models were tested using meteorological data as input and 

the water quality data of Doğancı Dam as output. In this modeling, the model with the 

lowest mean square error (1.20) and the highest correlation (0.98) utilized meteorological 

inputs such as air temperature, solar radiation, and solar intensity to predict the output 

parameters, which include water temperature, pH, dissolved oxygen, manganese, arsenic, 

and iron concentrations of Doğancı Dam. In the second modeling, three models were 

tested using different meteorological inputs and outputs of water budget parameters. In 

this modeling, using inputs such as air temperature, solar radiation, solar intensity, 

evaporation, and evapotranspiration, the Doğancı Dam’s water volume, water level, 

incoming and outgoing water flow were predicted with a lower mean square error (0.60) 

and a higher correlation (0.99). Finally, two different models were tested to determine the 

relationship between Doğancı Dam's water quality parameters. In the well-performing 

model (error value of 2.5x10-4 and correlation value of 0.92), inputs such as water 

temperature, alkalinity, pH and dissolved oxygen and outputs such as concentrations of 

trace elements (arsenic, manganese and iron) were investigated. According to the results 

of this study, it is seen that air temperature, solar radiation and solar intensity affect the 

water quality and water budget of a dam. This study showed that neural networks are a 

suitable tool to make predictions about the hydrology and water quality of a dam and 

determine their interactions with meteorological parameters. 

 

Keywords: Doğancı Dam, feed forward artificial neural networks, training algorithms, 

meteorological parameters, water quality, water level. 

2023, vii + 57 pages 
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1. GİRİŞ 

 

İklim değişikliği, dünya genelinde acil bir sorun olup, ekosistemleri ve doğal kaynakları 

büyük ölçüde etkilemektedir (Morrisette ve Rosenberg, 2016). Bu etkilenen alanlardan 

biri de su kaynaklarıdır. Nüfus artışı, sanayileşme, aşırı enerji tüketimi ve ormansızlaşma 

gibi nedenlerle artan sera gazı emisyonları, iklim modellerinde öngörülemeyen 

değişikliklere ve sonuç olarak su kaynaklarına etki etmektedir (Palmer vd., 2008).  

İklim değişikliğinin su kaynakları üzerindeki etkileri çeşitlidir. Yükselen sıcaklıklar, 

değişen yağış modelleri, aşırı hava olaylarının artan sıklığı ve yoğunluğu ve hidrolojik 

döngülerdeki değişiklikler su kaynaklarının miktarını, kalitesini ve mevcudiyetini 

etkiliyor (Simonovic, 2017). Bu değişiklikler, özellikle tatlı su temini için rezervuarlara 

ve barajlara büyük ölçüde güvenen bölgelerde, su kaynaklarının sürdürülebilir 

kullanımının yönetimi ve sağlanması için önemli zorluklar oluşturmaktadır.  

Özellikle barajlar, içme suyu temini gibi çeşitli amaçlar için su kaynağının depolanması 

ve düzenlenmesinde önemli bir rol oynamaktadır (Altinbilek, 2002). Ancak, iklim 

değişikliğinin bu su kaynakları üzerindeki etkileri, su kalitesi ve miktarı üzerinde olumsuz 

etkilere yol açarak, içme suyu ve ekolojik sağlık açısından uygunluğunu etkileyebilir 

(Molina-Navarro vd., 2014). Bu nedenle, iklim değişikliğinin baraj hidrolojisi üzerindeki 

potansiyel etkilerini anlamak ve öngörebilmek, etkili yönetim stratejileri geliştirmek ve 

toplumlara güvenli ve temiz içme suyu sağlamak için önem arz etmektedir.  

Son yıllarda, yapay sinir ağları (YSA), iklim değişikliğinin su kaynakları üzerindeki 

etkileri de dahil olmak üzere karmaşık çevresel olayları modellemede ve tahmin etmede 

güçlü araçlar olarak ortaya çıkmıştır (Hydrology, 2000). YSA'lar, insan beyninin yapısına 

ve işleyişine benzeyen, büyük veri setlerinden öğrenebilen ve tahminler yapabilen 

hesaplamalı modellerdir. YSA'lar, doğrusal olmayan ilişkileri yakalama yetenekleri ile 

dikkate değer bir doğruluk ve sağlamlığa sahiptir (Thakur ve Konde, 2021).  

YSA'ların su kaynakları yönetiminde kullanılmasının, iklim değişikliğinin barajlardaki 

su dinamikleri üzerinde yarattığı zorlukları ele almada etkili olduğu kanıtlanmıştır. 

Sıcaklık, yağış, güneş radyasyonu ve yoğunluğu, rüzgâr hızı ve buharlaşma gibi 

meteorolojik parametreleri entegre ederek, YSA'lar, iklim değişikliğinin su kalitesi 

parametreleri üzerindeki potansiyel etkileri konusunda değerli bilgiler sunabilir. Bunlar 
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arasında sıcaklık, pH, çözünmüş oksijen ve iz elementlerin konsantrasyonları ve ayrıca 

hacim, su seviyesi, gelen ve giden su miktarı gibi su bütçesi parametreleri yer almaktadır 

(Fabian vd., 2023; Nourani vd., 2014).  

YSA'ların avantajları, büyük ve karmaşık veri kümelerini işleme yetenekleridir. Geçmiş 

veriler üzerinde eğitilerek, YSA'lar, meteorolojik ve hidrolojik parametreler arasındaki 

desenleri ve ilişkileri öğrenebilir, bu da gelecekteki sonuçları tahmin etmelerini ve su 

kaynakları yönetiminde karar alma süreçlerine destek olmalarını sağlar. Bunun yanında, 

YSA'lar su kalitesi parametreleri arasındaki ilişkileri değerlendirebilmektedir (May vd., 

2011; Najah vd., 2013). 

Bu çalışmanın amacı, iklim değişikliğinin Bursa ili Doğancı Barajı'nın su kalitesi ve su 

bütçesi üzerindeki etkilerini YSA kullanarak değerlendirmektir. Meteorolojik ve 

hidrolojik (su kalitesi ve su bütçesi) verileri kullanılarak, baraj su parametrelerindeki 

değişiklikleri etkin bir şekilde tahmin edebilen, sağlam ve doğru YSA modelleri 

geliştirilmesi amaçlanmaktadır. Bursa'da yaşayan halkın su ihtiyacını karşılayan Doğancı 

Barajı’nın kalitesinde son birkaç yılda iklim değişikliği ile ilişkilendirilebilecek 

değişiklikler olmuştur (Fural vd., 2022; Ustun, 2011). Bu nedenle, bu araştırma yerel ve 

uluslararası perspektiften ve barajın sürdürülebilirliği açısından önemlidir.  

Bu araştırmanın sonuçları, barajlardaki suyla ilgili parametreler üzerindeki iklim 

değişikliğinin etkilerini daha geniş bir şekilde anlamamıza ve su kaynakları yöneticileri 

ve politika yapıcıları için değerli bilgiler sağlamamıza katkıda bulunacaktır. Meteorolojik 

ve barajın hidrolojik verilerinden yararlanan YSA'lar, bu parametreler arasında var olan 

karmaşık ilişkiler hakkında değerli bilgiler sağlaması amaçlanmıştır. Bu, barajlara 

güvenen topluluklara güvenli ve temiz içme suyu temin edilmesini sağlayacaktır.  

 

Araştırma Soruları ve Amaçları 

 

Araştırma soruları şunlardır: 

a) Doğancı Barajı'ndaki su kalitesi veya su bütçesi dinamiklerini etkileyen temel 

meteorolojik parametreler nelerdir? 

b) Yapay sinir ağları, iklim değişikliğine yanıt olarak hidrolojik parametrelerdeki 

değişiklikleri doğru bir şekilde modelleyip tahmin edebilir mi? 
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c) Farklı meteorolojik girdi kombinasyonları, yapay sinir ağı modellerinin barajlardaki 

hidrolojik değişiklikleri tahmin etme performansını nasıl etkiler? 

d) Yapay sinir ağları, Doğancı Barajı'nın farklı su kalitesi parametreleri arasında bir 

ilişki geliştirebilir mi? 

e) Doğancı Barajı'nın hidrolojik parametreleri için hangi eğitim algoritması, esnek geri 

yayılım mı yoksa Levenberg-Marquardt mı, daha doğru tahminler sunar?  

Bu nedenle, tezin amaçları şunlardır: 

• İklim değişikliğine yanıt olarak Doğancı Barajı'nın su kalitesi ve su miktarı 

parametrelerindeki değişiklikleri doğru bir şekilde tahmin edebilen yapay sinir ağı 

modelleri geliştirmek. 

• Farklı yapay sinir ağı modellerinin farklı girdi ve çıktı kombinasyonlarını kullanarak 

performansını değerlendirmek. 

• Doğancı Barajı'nın su dinamiklerini tahmin etmede esnek geri yayılım ve Levenberg-

Marquardt eğitim algoritmalarının etkinliğini karşılaştırmak. 
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2. KAYNAK ARAŞTIRMASI 

 

Hidrolojide geleneksel yaklaşımları kullanan önceki matematiksel modelleme 

araştırmaları genellikle süreç tabanlı veya istatistiksel modellere odaklanmıştır (Shen vd., 

2021). Son zamanlarda, yapay zekâ (YZ) kullanılarak hidroloji üzerine büyük miktarda 

araştırma yapılmıştır  (Kingston vd., 2008; Lange ve Sippel, 2020). Bunlardan biri de 

yapay sinir ağlarıdır. Bu tez bölümünde, genel olarak ve değişen iklim koşullarıyla 

birlikte barajın su kalitesini ve su bütçesinin tahmin etmek için YSA’nın önceki 

literatürdeki kullanımından bahsedilecektir. 

 

2.1. Yapay Sinir Ağları  

 

Yapay sinir ağları, insan beynine benzer şekilde çalışır. Bu ağlar, nöron adı verilen (beyin 

sinirlerine benzer) birbirine bağlı düğümlerden oluşur. Bu nöronlar, algoritmalar veya 

matematiksel işlemler kullanarak bilgiyi işleyebilir ve çıkış katmanına iletebilir. Nöronlar 

ağ içinde ağırlıklı bağlantılarla birbirlerine bağlanmıştır. Bu nöronlar bağımsız elemanlar 

gibi çalışır ve ağırlıklı girişlerin toplamının nasıl bir çıkış değerine çevrileceğini 

belirleyen bir transfer fonksiyonuyla ilişkilidir. Gizli katmandaki nöronlar veya çıkış 

nöronları, altındaki her bir birimden birden fazla ağırlıklı giriş sinyali alır (Kukreja vd., 

2016). 

 
 

Şekil 2.1. Yapay nöronun çalışması 

 



5 

 

Şekil 2.1'de gösterildiği gibi, girişler belirli bir nöronun başında belirli bir ağırlıkla 

ilişkilendirilir, yani her bir giriş ayrı bir ağırlıkla çarpılır. Çarpılan tüm değerler daha 

sonra eşik değerleri ile toplanır ve bunlar daha sonra aktivasyon fonksiyonu olarak da 

bilinen bir transfer fonksiyonu yoluyla çıkışlara iletilir. Çıkış bir veya birden fazla olabilir. 

Bilgi her bir çıkışa aktarılır.  

Yapay sinir ağı (YSA) tahmin modelleri, özellikle karmaşık süreçlerin olduğu birçok 

amaç için yardımcı, doğru ve kullanımı kolay bir tahmin aracı olduğu kanıtlanmıştır 

(Noor vd., 2010). YSA'lar, su modellenmesine birçok fayda sağlar, mesela: (i) modelleme 

için entegre algoritmaların bir koleksiyonuna ihtiyaç duyulmaması, böylece modelleme 

yaklaşımının daha hızlı ve adapte edilebilir olması; (ii) lineer olmayan ilişkilerin minimal 

zorlukla dikkate alınabilmesi (Tabari ve Hosseinzadeh Talaee, 2015); ve (iii) bireyin 

uzmanlığının modelin tasarımına uygulanabilmesi (O'reilly vd., 2018). 

YSA aşağıdaki temel özelliklere sahiptir; işleme öğeleri, giriş düğümleri (bilginin 

depolandığı yer) arasındaki ağırlıklı bağlantılar, paralelleştirme ve dağıtılmış kontrol ve 

bilişsel yapıların otomatik öğrenmesi. YSA'ların amacı, belirli ağlardaki arızaları 

giderirken, büyük paralel işlem birimleri ağını eğiterek hızlı bir şekilde bulgu 

sağlamaktadır (Kang vd., 2015). Şekil 2.2, YSA modellemesinin önemli adımlarını bir 

akış şemasıyla vurgular. 

 
 

Şekil 2.2. Yapay sinir ağları kullanılarak gerçekleştirilen adımlar 

 

Mühendislik uygulamalarında genellikle kullanılan YSA türleri arasında ileri beslemeli 

sinir ağı, evrişimli sinir ağı ve tekrarlayan sinir ağı bulunur. İleri beslemeli sinir ağı bir 

çıkış katmanı ve bir veya daha fazla gizli katmana sahiptir. Evrişimli sinir ağı, girdileri 

özellik haritalarına işleyen katmanlara sahiptir ve görüntü işlemede kullanılır. Son olarak, 

tekrarlayan sinir ağı modelleri geri besleme döngüleriyle zaman serisi girdilerle uğraşır 

(Jain vd., 1996; Zou vd., 2008).  
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YSA, erozyon, hava kirliliği, su kirliliği, su tüketimi, enerji tüketimi vb. tahmin etmek 

için kullanılır (Yetilmezsoy vd., 2011). Bir YSA, en iyi ilişkilere uyması ve sağlanan 

verilere dayalı tüm olası ilişkileri izlemesi için çok uygundur (Hydrology, 2000).  

 

2.2. YSA Kullanarak Su Kalitesi Tahmini 

 

Su kalitesi, bir sucul sistemde önemli bir rol oynamaktadır ve su kirliliğinin derecesini 

gösterir. Yüzey sularının ve barajların su kalitesi, insanların günlük ihtiyaçlarını 

karşılamak için onlara güvenmeleri açısından büyük öneme sahiptir. Bazı bölgelerde, 

baraj suyu, taşan nehir suyundaki kirleticiler ve tortulardan dolayı hızla kirlenmektedir. 

Ayrıca, iklim değişikliği gün geçtikçe ötrofikasyona ve alg patlamalarına yol açarak su 

kalitesini etkilemektedir (Nazari-Sharabian vd., 2019). Bu nedenle, barajın su kalitesinin 

izlenmesi ve korunması, halkın güvenliği ve sürdürülebilirliği desteklemek için hayati 

önem taşımaktadır. 

Küresel ısınma nedeniyle hava sıcaklığında bir artış, su kütlelerinin sıcaklığını da 

değiştirecektir. Bu da sucul organizmaların büyüme ve gelişmesini etkileyen ana 

parametrelerden biri olan su sıcaklığını ve su kütlelerinde gerçekleşen kimyasal süreçleri 

etkiler (Jeppesen vd., 2015). Su kütlelerinin ısınma ve soğuma süreci, güneş radyasyonu, 

hava sıcaklığı ve rüzgâr hızı gibi meteorolojik parametrelerden büyük ölçüde etkilenir 

(Syafii vd., 2017). Bu koşullar altında, su kalitesinin tahmin edilmesi, ekosistem 

sürdürülebilirliği, çevresel izleme ve insanların yaşam sürdürülebilirliği açısından hayati 

önem taşır. 

Yapay sinir ağı modellemesi, su kalitesi ile meteorolojik parametreler arasındaki anlamlı 

bir ilişkiyi sağlayabilir (Hébert vd., 2015). Sağlanan verilere dayanarak, belirli bir 

noktadaki su kalitesinin gelecekteki değişim eğilimini tahmin eder (Zhang ve Gao, 2015). 

Karmaşıklık nedeniyle, doğrusal, dinamik veya stokastik programlama gibi geleneksel 

yöntemler, geniş verilerle başa çıkmak için yeterince verimli olmadığından tahminler için 

tercih edilmez (Al-Jarrah vd., 2015). Bu tür geleneksel yöntemlerin çok amaçlı 

rezervuarlarla başa çıkma konusunda yetersiz olduğu bildirilmiştir (Garousi-Nejad vd., 

2016). Daha önceki çalışmaların çoğu, evrimsel tekniklerin klasik tekniklere göre daha 

yetenekli olduğunu ve çeşitli amaç fonksiyonlarıyla başarılı bir şekilde başa çıkabildiğini 
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iddia etmektedir  (Allawi vd., 2018). Ayrıca, geleneksel istatistiksel yöntemlerin aksine, 

yapay sinir ağları daha az önceden varsayım gerektirir ve daha yüksek hassasiyet elde 

eder (Büyükşahin ve Ertekin, 2019). 

Son zamanlarda, YSA'lar, pH, sıcaklık, çözünmüş oksijen ve iz element konsantrasyonları 

gibi su kalitesi ölçütlerini tahmin etmede büyük potansiyel göstermiştir (Pule vd., 2017). 

Hava durumu, su akış hızları ve arazi kullanımı gibi bir dizi girdi değişkenine dayanarak, 

YSA'ler barajlarda su kalitesi parametrelerini tahmin etmek ve kirlilik olası nedenlerini 

belirlemek için kullanılabilir (Zhu vd., 2022). 

Araştırmacılar barajlardaki su kalitesini tahmin etmek için yaygın olarak yapay sinir 

ağlarını kullanmaktadır. 2012 yılında, Portekiz'deki Monte Novo barajı için yapay sinir 

ağı yapısı seçilerek, suyun çözünmüş oksijen ve askıda katı madde konsantrasyonunu 

önümüzdeki 15 yıl için tahmin etmek amacıyla kullanılmıştır. Çalışmada, pH, iletkenlik, 

çözünmüş oksijen, su sıcaklığı ve depolanan su hacmi gibi verileri test edilen modellere 

girdi olarak kullanılmıştır. Gözlemlenen ve tahmin edilen değerler arasında iyi bir uyum 

görülmüş, eğitim seti için korelasyon katsayısı değerleri 0,995 ile 0,998 arasında, test seti 

için ise 0,994 ile 0,996 arasında değişmiştir (Vicente vd., 2012). Benzer şekilde, yapay 

sinir ağları, Kuzey Tayvan'daki Feitsui Barajı'ndaki çözünmüş oksijen konsantrasyonunu 

tahmin etmek için kullanılmıştır. Modeller, su sıcaklığı, pH, iletkenlik, bulanıklık, askıda 

katı madde ve amonyum azotu konsantrasyonu, toplam sertlik ve alkalinite gibi girdi 

verilerini kullanarak suyun çözünmüş oksijen konsantrasyonunu hedeflemiştir. Yapay 

sinir ağı modellerinin performansı, ölçülen ve modelleme ile elde edilen çözünmüş 

oksijen değerlerinden hesaplanan ortalama mutlak hata, kök ortalama kare hatası ve 

korelasyon katsayısı ile değerlendirilmiştir. Eğitim ve test aşaması için yüksek bir 

korelasyon katsayısı (0,89) ve düşük hatalar (0,32 ila 0,98 arasında) gözlenmiş, yapay 

sinir ağlarının güvenilirliği ortaya konmuştur (Chen ve Liu, 2014). 2017 yılında Karaj 

Barajı'ndaki toplam çözünmüş katıların yapay sinir ağları ile tahmin edilmesi sağlanmıştır 

(Asadollahfardi vd., 2017). Aynı şekilde, Keban Barajı'ndaki klorofil-a konsantrasyonu, 

alkalinite, pH, su sıcaklığı, elektriksel iletkenlik ve çözünmüş oksijen, fosfatlar ve 

nitratlar gibi parametrelerin yapay sinir ağlarına girdi olarak kullanılarak tahmin 

edilmiştir. Model, hedeflenen ve simüle edilen veriler arasında yüksek bir korelasyon 

(0,95) göstermiştir (Karul vd., 2000).  
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Türkiye'deki Köyeceğiz Gölü'ndeki su kalitesinin değerlendirilmesi ve tahmin edilmesi 

için de YSA kullanılmıştır. Aylık ortalama sıcaklık, pH, elektriksel iletkenlik ve çözünmüş 

oksijen konsantrasyonu değerleri girdi olarak kullanılmış, amonyum azotu, toplam azot, 

fosfor, klorofil-a ve koliform bakteri konsantrasyonları ise çıktı olarak kullanılmıştır. 

Sonuçlar, gölün ötrofik olduğunu ve ölçülen ve tahmin edilen parametreler arasında düşük 

bir hata (0,046) ve yüksek bir korelasyon değeri (1) olduğunu ortaya koymuştur (Özçelik, 

2015). Benzer şekilde, havzalardaki su kalitesi tahminleri YSA kullanılarak yapılmıştır 

(Kalin ve Isik, 2010). 

2018 yılında, su sıcaklığı, biyokimyasal oksijen ihtiyacı, askıda katı maddeler, kimyasal 

oksijen ihtiyacı ve amonyak konsantrasyonu için YSA, destek vektör makineleri, 

sınıflandırma ve regresyon ağaçları ve doğrusal regresyon kullanılarak Tayvan 

rezervuarlarında su kalitesi belirlendi. Karşılaştırma sonucunda YSA modelinin 

geleneksel hidrolojik istatistiksel yöntemlere göre daha doğru olduğu gözlemlenmiştir 

(Chou vd., 2018). Harşit akarsuyunun yüzey suyu kalitesi için yapılan başka bir çalışma, 

YSA'nın istatistiksel yöntemlerden daha iyi olduğunu kanıtlamıştır (Bayram, 2011). 

  

2.2.1. İklim değişikliğinin su kalitesine etkilerine ilişkin tahmin çalışmaları 

 

YSA, iklim değişikliğinin su kalitesi üzerindeki etkisini incelemek için de 

kullanılmaktadır. Namgang baraj havzasına önceki hidrolojik iklim değişikliği 

senaryoları uygulandıktan sonra su kalitesi (askıda katı madde, toplam azot, toplam 

fosfor, çözünmüş oksijen, biyokimyasal oksijen ihtiyacı ve klorofil-a) iklim değişikliği 

altında tahmin edilmiştir (Kang vd., 2015). Aynı yılında, YSA, Kuzey Çin'deki Yuqiao 

Barajı'nın içme suyu kaynağının de ötrofikasyon tehdidi altında olduğunu tahmin etmiştir. 

Çalışmada elde edilen hatalar 0,003'ten küçük ve doğrulamada korelasyon katsayısı 0,99 

olarak bulundu. Bu sonuçlar ayrıca YSA'nın su kalitesini tahmin etmedeki geçerliliğini 

de göstermektedir (Zhang vd., 2015). İran'da Dez Barajı'ndaki trofik durum indeksi, ileri 

beslemeli sinir ağı kullanılarak değerlendirilmiştir. Modelin girdileri toplam nitrojen, 

nitratlar, amonyak, toplam fosfor, fosfatlar, klorofil-a, çözünmüş oksijen ve derinlikti. 

Korelasyon katsayısı 0,84 çıkmıştır (Saghi vd., 2015).  
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2017 yılında Adelaide, Güney Avustralya'nın içme suyu sağlayan yarı kurak Millbrook 

havzasında yapılan araştırmada YSA aracı kullanılmıştır. Modelleme, yağış, maksimum 

ve minimum sıcaklık, güneş radyasyonu, bağıl nem ve rüzgâr hızı gibi faktörleri dikkate 

almıştır (Nguyen vd., 2017). Meteorolojik faktörleri dikkate alarak, Shi Nehri barajında 

2021 yılı için toplam azot ve fosfor miktarı gelişmiş dinamik regresyon yapay sinir ağı 

ile tahmin edilmiştir. Ortalama bağıl hata yaklaşık %1’idi ki bu oldukça azdır. Çalışma 

YSA'nın faydalı uygulanabilirliğini göstermiştir (Wang vd., 2021). İklim değişikliği 

açısından, Sapanca Gölü'nün uzun vadeli su temini için meteorolojik faktörlerin (yağış, 

buharlaşma, bağıl nem, sıcaklık ve rüzgâr hızı) su kalitesi üzerindeki etkisi belirlenmiştir 

(Sonmez vd., 2013). Mamasin Barajı için yağış, su sıcaklığı, askıda katı madde ve toplam 

azot konsantrasyonları kullanılarak elektrik iletkenliği ve çözünmüş oksijenin (ÇO) YSA 

modeliyle tahmin edilmesi sağlanmıştır. Bu çalışma için ortalama mutlak hata 4,72 ile 

6,46 arasında bulunmuştur (Elhatip ve Kömür, 2008). 

 

2.3. YSA Kullanarak Su Bütçesi Tahmin Çalışmaları 

 

İklim değişikliği günümüzde önemli bir çevre sorunudur. Nehirlerde ve akarsularda su 

akışı, değişen hava koşullarıyla önemli ölçüde değişir ve yüksek akışlarda sel, düşük 

akışlarda ise kuraklık gibi sorunlara neden olabilir (Cooper vd., 2013). Barajlar, yüksek 

akış dönemlerinde suyu depolayarak düşük akış dönemlerinde suyun yavaşça salınmasını 

sağlarlar (Kondolf vd., 2014). Aynı zamanda bu barajlar içme suyu ve sulama amacıyla 

su temin etmektedirler (Hogeboom vd., 2018). Bu nedenle, barajlardaki su miktarının 

doğru bir şekilde tahmin edilmesi, su yönetimi sorunlarını azaltmak için önerilir. Ancak, 

barajlardaki su miktarının tahmin edilmesi çeşitli faktörlere, yani akarsu parametrelerine 

ve iklimsel değişimlere dayanır (Chamoglou vd., 2014). Barajdaki su ayrıca 

buharlaşabilir veya çevredeki kayalara veya toprağa sızabilir (Mahmood vd., 2014). 

Akarsuların taşıdığı sedimentler, bir barajın depolama kapasitesini azaltabilir (Casserly 

vd., 2020). Dolayısıyla, birçok koşul barajlardaki su miktarını etkileyebilir. 

Son zamanlarda yapılan modellemeler, su bütçesini, yani bir su kütlesine giren ve çıkan 

su hacmini ve önceden mevcut verilere dayanarak su seviyesi değişikliklerini simüle 

etmeyi desteklemiştir (Zhang vd., 2018). Yıllardır, su bütçesi modellenmesi geleneksel 

istatistiksel yöntemlere dayanmaktaydı, ancak dikkat yapay zekâ (YZ) tekniklerine 
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kaymıştır. YZ teknikleri çerçevesinde, bulanık sinir ağları, yapay sinir ağları (YSA) ve 

genetik algoritmalar hidrolojik modelleme için kullanılmıştır (Nourani vd., 2019; 

Tabbussum ve Dar, 2021). Çoğu model, sağlamlığı ve hata olasılığının daha az olması 

nedeniyle YSA'ya dayanmaktadır (Yaseen vd., 2020). 

Barajların su bütçesini ve su seviyesini tahmin etmek için YSA kullanılarak yapılan 

araştırmalar bulunmaktadır. ABD'deki Millers Ferry barajı rezervuar seviyesi YSA 

kullanılarak tahmin edilmiştir (Üneş vd., 2015). Bir çalışmada, Dez barajının aylık akışı 

değerlendirmek için otoregresif YSA modelleri karşılaştırılmıştır. Modelleme sonucunda 

ortalama karekök hatası 0,6 ile 1,1 arasındaydı (Valipour vd., 2013). İran'daki Sefidroud 

barajının su bütçesini tahmin etmek için farklı statik ve dinamik YSA'lar kullanılmıştır. 

Bu ağlar, statik ileri beslemeli ve doğrusal olmayan otoregresif sinir ağlarını içermektedir 

(Hadiyan vd., 2020). Hindistan'da Sukhi barajı su seviyesi tahmini için YSA uygulaması 

yapılmıştır. Sinir ağları, düşük bir hataya (0,74 ila 0,84 arasında değişen) ve yüksek bir 

korelasyona (0,95’e kadar) sahipti (Rani ve Parekh, 2014). Yapay sinir ağları, baraj veya 

rezervuar seviyesi dalgalanmalarını tahmin etmek için sıklıkla tercih edilmektedir (Üneş 

vd., 2019). 

 

2.3.1. YSA ile iklim değişikliğinin su bütçesine etkisinin tahmin çalışmaları 

 

YSA iklim değişikliğinin barajlardaki su miktarı üzerindeki etkilerini incelemek için 

kullanılmıştır. Malezya'daki Batu barajında buharlaşmayı YSA ve iklim tabanlı modeller 

kullanarak meteorolojik veriler, yani hava sıcaklığı, nispi nem, rüzgâr hızı, yağış, 

güneşlenme süresi ve güneş radyasyonu, kullanılarak bulunmuştur (Benzaghta vd., 2012). 

ABD'de 2017 yılında Norris barajının iklim değişikliği etkilerinin uzun vadeli bir 

değerlendirmesi YSA kullanılarak yapılmıştır (Rungee ve Kim, 2017). YSA'nın bir diğer 

uygulaması da Nijerya'da yapılan Asa ve Kampe barajlarında iklim değişkenliğinin 

etkisinin değerlendirilmesidir (Salami vd., 2015). 

Doğru bir tahmin aracı olan YSA, Türkiye'deki barajların su bütçesini ve su seviyelerini 

tahmin etmek için kullanılmıştır. Türkiye'nin Ermenek hidroelektrik barajı rezervuarına 

günlük akış, derin tekrarlayan sinir ağı modelleri kullanılarak simüle edilmiştir (Apaydin 

vd., 2020). İklim faktörlerini dikkate alarak, Tahtalı ve Gördes barajlarının akışlarındaki 

yağış ve sıcaklık değişikliklerinin 2010-2099 yılları için etkisi değerlendirilmiştir 
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(Okkan, 2009). Namazgah barajının akışı da YSA kullanılarak hava sıcaklığı, buhar 

basıncı ve yağış gibi girdi verileriyle tahmin edilmiştir (Raşit, 2019). YSA'nın etkinliği, 

seçilen girdilerle çıktı arasındaki ilişkiye ve sinir ağlarının işleyişinin anlaşılmasına 

dayanmaktadır (Mata, 2011). 

YSA, nehir, göl ve yeraltı suyu seviyesini tahmin etmek için kullanılmış ve sonuçları 

iklim değişikliği ile ilişkilendirmiştir. Bir örnek olarak, Irak'ın güneyindeki Basra ili 

Qurna kentinde Dicle Nehri'nin su seviyesini tahmin etmek amacıyla geri yayılma 

algoritmalı yapay sinir ağları (YSA) kullanılmıştır. Sonuçlar, geri yayılma algoritmalı 

YSA'ların, Dicle Nehri'nin kısa vadeli aşamasını tahmin etmek için güçlü bir teknik 

olduğunu göstermiştir (Al Aboodi vd., 2009). Bir çalışmada, yapay sinir ağları ve çoklu 

regresyon analizi, ortalama yağış, aylık maksimum yağış, basınç, sıcaklık, bağıl nem, 

rüzgâr hızları, buharlaşma ve ortalama akış değerlerini kullanarak Göksu Deresi'nin aylık 

ortalama akımlarını ve maksimum yağışını tahmin etmiştir. Araştırmalar sonucunda 

planlama faaliyetleri, su yapısı hesapları, taşkın ve dere yatağı iyileştirmeleri yapılmıştır 

(Fırat, 2019). Benzer şekilde, Serwy Gölü'nün (Kuzeydoğu Polonya'da) yüzey seviyesi 

dalgalanmaları, girdi olarak maksimum günlük ve minimum hava sıcaklığı, rüzgâr hızı, 

bağıl nem ve dikey sirkülasyon kullanılarak YSA yardımıyla araştırılmıştır. Çalışma çok 

katmanlı algılayıcı YSA kullanımını desteklemiştir (Piasecki vd., 2017).  

 

2.4. Türkiye'de İklim Değişikliği ve Araştırmanın Önemi 

 

Hükümetler arası İklim Değişikliği Paneli'nin Temsilci Yoğunluk Yolu 8,5 senaryosuna 

göre, Türkiye'de, Akdeniz iklim kuşağı da dahil olmak üzere, 2020-2050 yaz aylarında 

hava sıcaklığının 1970-2000 yıllarına kıyasla 2°C artacağı tahmin edilmektedir. Aynı 

zamanda, yıllık yağış miktarının 157 mm azalacağı tahmin edilmektedir (Pachauri vd., 

2014). Bu nedenle, barajlar gibi içme suyu kaynaklarının kalitesinin ve bütçesinin tahmin 

edilmesi yaşam için önemlidir. 

Bu araştırma Bursa'daki Doğancı Barajı'nı hedeflemektedir. Doğancı Barajı, Türkiye'deki 

Bursa şehrinde yaşayan nüfusun başlıca su kaynaklarından biridir (Koç vd., 2007). 

Bursa'nın içme suyu kaynakları, nüfus artışı ve plansız kentsel gelişme nedeniyle 

azalmıştır (Solmaz ve Yalili, 2002). Ayrıca, Doğancı Barajı'nın su kalitesinin özellikle 
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ağır metal konsantrasyonunun artmasıyla azaldığı gözlemlenmiştir (Ustun, 2011). 

Doğancı Barajı’nın üzerinde inşa edildiği Nilüfer çayında yapılan araştırmalarda yüksek 

polimerik aromatik hidrokarbon (PAH) konsantrasyonları belirlenmiştir (Karaca ve 

Tasdemir, 2014). 

Bursa'da 21. yüzyılda sıcaklık da geçen yüzyıla göre 0,5°C artmıştır. Bursa için 2019'da 

Standartlaştırılmış Yağış İndeksi (SYI) kullanılarak yapılan bir çalışmada, uzun süreli bir 

kuraklık öngörülmüştür (Vaheddoost, 2019). YSA ayrıca, "Bursa İli için Yapay Sinir Ağı 

Kullanarak Meteorolojik Kuraklık Analizi" adlı bir çalışmada Bursa'da kuraklık 

olasılıklarını tahmin etmiştir (Katip, 2018). Aynı şekilde, Doğancı Barajı’nın su bütçesi, 

2011 yılına kıyasla %92'den %72'ye düşmüştür (BUSKI, 2021). Bu nedenle, bu araştırma, 

yapay sinir ağlarının farklı meteorolojik parametre kombinasyonlarını kullanarak 

Doğancı Barajı'nın su kalitesi ve su bütçesi üzerindeki iklim değişikliği etkilerini 

incelemeyi amaçlamaktadır.  

Dünyadaki içme suyu barajlarının su seviyelerinin ve hacimlerinin yanı sıra su kalitesinin 

tahmin edilmesi, iklim değişikliğine uyum sağlamak için önemlidir. Bilindiği kadarıyla, 

bu çalışma daha önce Doğancı Barajı’nda yerel olarak yapılmamış olup, su yönetimi 

açısından benzersiz ve eşit derecede önemlidir. 
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3. MATERYAL VE YÖNTEM 

 

Tezin bu bölümü, çalışma bölgesini ve yapılan araştırmada kullanılan tüm metodolojiyi 

açıklamaktadır. Bu çalışma Bursa Doğancı Barajı üzerine yapılmıştır. İklim değişikliğinin 

Doğancı Barajı’nın su kalitesi ve su bütçesi üzerindeki etkileri ileri beslemeli sinir ağları 

kullanılarak analiz edilmiştir. 

 

3.1. Çalışma Alanı  

 

Bu çalışmada, Türkiye'nin Bursa şehrinin nüfusuna içme suyu sağlayan Doğancı 

Barajı'nın su kalitesi ve su bütçesi, meteorolojik parametreler kullanılarak yapay sinir ağı 

(YSA) yardımıyla araştırılmıştır. Doğancı Barajı'nın su hacmi 2 520 000 metreküp, nehir 

yatağından yüksekliği 65 metre, maksimum su seviyesindeki hacmi yaklaşık 43 metreküp 

ve normal su seviyesindeki alanı 1,55 kilometrekaredir. Yılda yaklaşık 125 hektar 

metreküp içme suyu sağlamaktadır (BUSKI, 2023). Türkiye Devlet Su İşleri Genel 

Müdürlüğü barajın sahibi ve işletmecisidir (Bursa Metropolitan Municipality, 2023). 

 
 

Şekil 3.1. Doğancı Barajı'nın uydu görüntüsü (Map, 2023b) 

 

Diğer yandan, Bursa Türkiye'nin Marmara Bölgesi'nin güneydoğusunda bulunan bir 

şehirdir. Bursa'nın iklimi, Marmara ve Ege bölgeleri arasında konumundan 

etkilenmektedir. Marmara Denizi'ne daha yakın olan kuzey Bursa, ılıman ıslak kışlar ve 

sıcak, kuru yazlarla Akdeniz iklimine sahiptir. Buna karşılık, Bursa'nın güneyi ve iç 

Örnekleme Notası 
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kesimleri, iç batı Anadolu bölgesine daha yakın olan bölgeler, sıcak yazlar ve soğuk 

kışlarla kıtasal bir iklime sahiptir. Ayrıca, Bursa'da Ocak ve Şubat ayları arasında bir veya 

iki hafta kar yağışı da görülür. 2019 yılında yapılan nüfus sayımına göre, Türkiye'nin en 

kalabalık dördüncü şehri olan Bursa'nın nüfusu 3 056 120'dir. Bursa farklı ilçelere 

ayrılmıştır. Önemli olarak görülen bazı ilçeleri: Osmangazi, Yıldırım, Nilüfer, Gürsu, 

Kestel, vb. Bursa büyükşehir statüsüne sahip bir şehirdir (Erünal, 2020).  

 
 

Şekil 3.2. Bursa şehir haritası ve Türkiye'deki konumu (Map, 2023a) 

 

3.2. İleri Beslemeli Sinir Ağları (İBSA) 

 

Bu çalışmada, araştırmacıların yaygın olarak tercih ettiği çok katmanlı ileri beslemeli 

sinir ağı modeli seçilmiştir. (Asadollahfardi vd., 2017; El-Mahdy vd., 2021; Özçelik, 

2015; Rani ve Parekh, 2014; Üneş vd., 2015). İleri beslemeli ağlar genellikle eğitim için 

geri yayılım algoritmaları kullanır. İleri beslemeli sinir ağı, verinin girişten çıkışa doğru 

tek yönlü veya ileri yönlü olarak aktığı bir yapay sinir ağıdır ve geri dönüş döngüleri 

içermez. Aksi takdirde, katman sayısı, yapay nöronlar arasındaki bağlantı sayısı ve 

kullanılacak aktarım fonksiyonu türü gibi parametreler sınırlanmamıştır (Krenker vd., 

2011). Başka bir deyişle, tüm bu parametrelerin seçim seçeneği açıktır ve sonuçların 

doğruluğuna göre değiştirilebilir. İleri beslemeli bir sinir ağı, Şekil 3.3'te gösterildiği gibi 

giriş, gizli ve çıkış katmanlarına sahip çok katmanlı bir algılayıcıdır. 
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Şekil 3.3. İleri beslemeli sinir ağının yapısı 

 

Şekil 3.3'teki daireler nöronları temsil etmektedir. Bilgi giriş katmanına girer ve ardından 

gizli katman aracılığıyla çıkış katmanına ilerler. Bir yapay sinir ağı için gizli bir katman, 

giriş verilerinin toplu işlenmesini gerçekleştirir ve yapay sinir ağının girişler arasındaki 

doğrusal olmayan ilişkileri belirlemesine olanak sağlar. Gizli katmanda her nöron için 

girişlere ağırlıklar ve sapmalar uygulanarak bir çıkış üretilir. 

 

3.2.1. İleri beslemeli sinir ağının eğitimi  

 

İleri beslemeli sinir ağı, eğitim ve tahmin modunda çalışır. Eğitim modunda ağırlıklar 

başlangıçta rastgele değerlerle başlar ve iteratif olarak ayarlanır. Her bir eğitim setinin 

tekrarını ifade etmek için epoklar kullanılır. Ağ, her epok'ta hata miktarını en aza 

indirmek için değerleri değiştirir. Tamamlanması için eğitimin birden çok epok üzerinden 

geçmesi gerekmektedir (Svozil vd., 1997). İleri beslemeli sinir ağının çıktısı aşağıdaki 

gibi eşitlenebilir: 

     Ç𝚤𝑘𝑡𝚤 = 𝑓(𝑎)                                                              (3.1) 

Denklem 3.1'de f aktivasyon fonksiyonunu, a ise nöron sinyalini temsil etmektedir ve 

aşağıdaki gibi tanımlanır: 

                                                      a = ∑ 𝑤𝑖𝑥𝑖 + 𝑏𝑖𝑍
𝑖=1                                                 (3.2) 

Burada wi giriş nöronunun ağırlığını, Z ise toplam giriş nöronunun sayısını temsil 

etmektedir. Toplama aşamaları her gizli nöron i için gerçekleşir. Genellikle, her giriş 
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nöronunun toplamı ağırlıklı olarak işlenir ve genellikle aktivasyon fonksiyonları 

kullanılır (Ojha vd., 2017; Svozil vd., 1997). 

 

3.2.2. Eğitim algoritmaları  

 

Bu çalışmada, ileri beslemeli sinir ağlarını kullanarak modelin en iyi şekilde eğitildiğini 

ve doğru modellerin sunulduğunu belirlemek için esnek geri yayılım (Benzaghta vd., 

2012; Mohamad ve Ishak, 2019) ve Levenberg-Marquardt algoritmaları kullanılmıştır 

(Çalım, 2008; Damla vd., 2020). 

 

3.2.2.1 Levenberg-Marquardt algoritması  

 

Levenberg-Marquardt (LM) algoritması, ikinci derece eğitim hızına yaklaşmak için 

Hessian matrisini hesaplama gereksinimi olmadan geliştirilmiştir. Levenberg-Marquardt 

algoritması, Hessian matrisini aşağıdaki gibi yaklaşık olarak hesaplar: 

                                                  𝑐𝑘+1 = 𝑐𝑘 − (𝐽𝑇𝐽 + 𝜇𝐼)−1𝐽𝑇𝑒                                          (3.3) 

Burada ck algoritmanın gradyanını, J Jacobian matrisini (hata türevlerini ağırlıklar ve 

nöronların eşik değerleri ile birlikte içeren) ve e ağ hatalarının vektörünü temsil eder. μ 

algoritmanın bir skaler miktarıdır. μ, her algoritma iterasyonunda performans 

fonksiyonunun azalmasıyla her çalışmadan sonra azaltılır. Bu eğitim algoritması, ileri 

beslemeli sinir ağlarda diğer geleneksel gradyan iniş tekniklerine göre daha iyi bir 

optimizasyon yapmaktadır (Kişi ve Uncuoğlu, 2005). 

 

3.2.2.2 Esnek geri yayılım algoritması 

 

Çok katmanlı ileri beslemeli sinir ağlarında gizli katmanlarda sigmoid transfer 

fonksiyonları sıkça kullanılır. Sigmoid fonksiyonlarının eğimi, girdi büyüklüğü arttıkça 

sıfıra yaklaşmalıdır. Ağırlıklar ve eşik değerleri ideal değerlerinden uzak olsa bile, 

gradyanın büyüklüğü çok küçük olabilir ve bu da ağırlıklar ve eşik değerlerinde az 

değişikliklere neden olabilir. Esnek geri yayılım (EGY) eğitim yöntemi, bu kısmi türev 

büyüklüklerinin zararlı etkilerini ortadan kaldırmayı amaçlar. Ağırlık kayması derecesini 

belirleyen farklı bir güncelleme değeri kullanır. Bir ağırlığın performans fonksiyonunun 
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türevidi iki iterasyonda aynı işarete sahipse, her ağırlık ve eşik değeri bir faktörle artırılır. 

Ağırlık türevidi işaret değiştirdiğinde güncelleme değeri bir faktörle azaltılır. Sıfır 

türevler, güncelleme değerini aynı tutar (Kişi ve Uncuoğlu, 2005). 

 

3.2.3. Performans değerlendirmesi  

 

İleri beslemeli yapay sinir ağı, modelin yüksek bir korelasyon katsayısı R ve düşük bir 

ortalama karesel hata (OKH) ile doğru tahminler yapar. Korelasyon katsayısı (R değeri), 

tahmin edilen çıkış değerlerinin hedef çıkışlarla ne kadar iyi ilişkilendiğini gösterir ve 

modelin tahmin etme verimliliği hakkında bir fikir verir. R değerleri -1 ile 1 arasında 

değişebilir, 1 pozitif bir korelasyonu gösterir (Taylor, 1990). Bununla birlikte, OKH hata 

miktarını ifade eder ve aşağıdaki formül kullanılarak hesaplanır:  

OKH =
1

𝑀
∑ (𝑦𝑘

𝑀

𝑗=1
− 𝑦̂𝑘)2                                           (3.4) 

Denklem 3.4'de M toplam çıkış değerlerinin toplam sayısını, yk gözlenen çıkış değerini 

ve 𝑦̂𝑘 aynı parametrenin tahmini değerini temsil eder. Hata değeri ne kadar düşük olursa, 

tahmin o kadar iyi olur ve daha verimli bir eğitim algoritmasını belirlemeye yardımcı olur 

(Wu vd., 2011). Hata, gerçek ve model çıkışları arasındaki farkı yorumlar, bu yüzden en 

düşük değer hedeflenen çıkışlardan mümkün olduğunca az fark olduğunu gösterir. 

 

3.3. Modelleme Verileri  

 

Bu araştırmada, ileri beslemeli sinir ağları kullanılarak üç farklı modelleme yapılmıştır. 

İlk iki çalışma, Doğancı Barajı'nın su kalitesi ve su bütçesi üzerinde iklim değişikliğinin 

etkisini incelemek amacıyla gerçekleştirilmiştir. Son çalışma, Doğancı Barajı'nın farklı 

su kalitesi parametreleri arasındaki ilişkiyi belirlemek için modelleme yapmaktadır. 

 

3.3.1. İklim değişikliğinin Doğancı Barajı su kalitesine etkisinin modellenmesi  

 

Yapay sinir ağları ile modelleme çalışmalarında, düzenli ve uzun yıllara ait verilere 

ulaşmak modellerin doğruluğu açısından büyük önem taşımaktadır. Bu nedenle 30 yıllık 

veriler kullanılmıştır. Bursa'da şehrin farklı ilçelerine dağılmış 16 adet meteoroloji 

istasyonu bulunmaktadır. Merkez Bursa İstasyonuna ait aylık meteorolojik veriler Orman 
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ve Su İşleri Bakanlığı'na bağlı Bursa Meteoroloji Müdürlüğü'nden alınmıştır. Diğer 

yandan, Doğancı Barajı’nda tek bir istasyona ait aylık su kalitesi verileri Bursa Su ve 

Kanalizasyon İdaresi'nden elde edilmiştir. Şekil 3.1'de Doğancı Barajı'na ait örnekleme 

noktası gösterilmiştir. İncelen meteorolojik ve su kalitesi verileri, 1990-2019 dönemini 

kapsayan ve her parametre için 360 (aylık ortalama) değeri içermektedir. Verilerin 

karmaşık ve birkaç eksik değeri içermektedir. Elde edilen veriler ham formatta veya basılı 

bir kopya halindeydi. Modelleme için, değerler ayrı bir Excel dosyasına girilmiştir ve her 

parametre için yeniden düzenlenmiştir. Eksik değerler göz ardı edilmiştir ve ardından 

modelleme için veri normalizasyonu yapılmıştır. Normalizasyon işlemi genellikle aykırı 

değerler veya eksik değerlerden etkilenmemektedir. 

Meteorolojik veriler buhar basıncı (hPa), bağıl nem (%), hava sıcaklığı (℃), rüzgâr hızı 

(m/s), yağış (mm), global güneş radyasyonu (kWh/m2), güneş yoğunluğu (cal/cm2), 

evapotranspirasyon (mm), kar kalınlığı (cm) ve buharlaşma (mm) gibi parametrelerden 

oluşmaktadır. Doğancı Barajı'nın su kalitesi için ise pH, bulanıklık (NTU), su sıcaklığı 

(℃), askıda katı madde (AKM) (mg/L), çözünmüş oksijen (ÇO) (mg/L), alkalinite 

(mg/L) ve demir (mg/L), mangan (mg/L) ve arsenik (mg/L) gibi iz elementlerinin aylık 

ortalama değerleri bulunmaktadır. Tüm bu parametrelerin istatistiksel değerleri Çizelge 

3.1 ve 3.2'de listelenmiştir. 

Çizelge 3.1. Bursa meteorolojik parametreleri istatistikleri (1990-2019)  

 
Parametre (Aylık ortalama değerler) Minimum- Maksimum 

(Ortalama± Standart Sapma) 

Buhar Basıncı (hPa) 4,65-22,52 

(11,92±4,53) 

Bağıl Nem (%) 49,11-87,86 

(69,19±7,53) 

Hava Sıcaklığı (℃) 1,00-27,64 

(14,89±7,22) 

Rüzgâr Hızı (m/s) 0,77-3,30 

(1,99±0,46) 

Yağış (mm) 0,00-26,70 

(1,94±1,99) 

Güneş Radyasyonu (kWh/m2) 0,05-7,16 

(3,38±2,09) 

Güneş Yoğunluğu (cal/cm2) 53,13-644,72 

(322,47±155,49) 

Evapotranspirasyon (mm) 0,09-30,15 

(4,74±3,38) 

Kar Kalınlığı (cm) 0,00-30,75 

(0,97±3,02) 

Buharlaşma (mm) 1,00-13,30 

(5,12±2,50) 
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Çizelge 3.2. Doğancı Barajı su kalitesi parametreleri istatistikleri (1990-2019) 

 
Parametre (Aylık izleme 

verileri) 

Minimum- Maksimum 

(Ortalama± Standart 

Sapma) 

ABD ÇKA 

Standartlarıa 

(USEPA, 

2009) 

DSÖ 

Standartlarıb 

(WHO, 2022) 

Türk 

Standartları 

(TS266, 

2005) 

pH 7,443-8,451 

(8,048±0,229) 

6,5-8,5 6,5-8,0 6,5-9,5 

Bulanıklık (NTU) 0,730-85,75 

(6,378±7,384) 

1 5 1 

Su Sıcaklığı (℃) 5,214-23,206 

(12,713±4,289) 

- - - 

Askıda Katı Madde (mg/L) 0,000-38,375 

(4,983±5,875) 

- - - 

Çözünmüş Oksijen (mg/L) 0,800-9,913 

(5,036±2,830) 

- - - 

Alkalinıte (mg/L) 134,000-209,250 

(169,120±20,463) 

- - - 

Demir (mg/L) 0,010-0,175 

(0,047±0,032) 

0,3 0,3 0,2 

Mangan (mg/L) 0,013-0,288 

(0,048±0,038) 

0,05 0,1 0,05 

Arsenik (mg/L) 0,004-0,006 

(0,005±0,001) 

0,01 0,01 0,01 

a,b- ABD ÇKA, Amerika Birleşik Devletleri Çevre Koruma Ajansı anlamına gelir ve DSÖ, Dünya Sağlık Örgütü'nün kısaltılmış 

halidir 

 

3.3.2. İklim değişikliğinin Doğancı Barajı su bütçesine etkisinin modellenmesi  

 

Bursa Meteoroloji Müdürlüğü ile aylık meteorolojik verileri toplamak için iletişime 

geçilmiştir. Bu veriler, 1999-2019 tarihleri arasında Bursa'da bulunan on altı farklı 

konumu temsil eden verilerdir. Öte yandan, Doğancı Barajı için 1999-2021 tarihleri 

arasındaki hidrolojik veriler, Bursa Su ve Kanalizasyon İdaresi'nden (BUSKİ) elde 

edilmiştir. Meteorolojik veriler, aylık ortalama değerleri içermekte olup, bunlar bağıl 

nem, buhar basıncı, hava sıcaklığı, rüzgâr hızı, günlük toplam global güneş radyasyonu, 

güneş yoğunluğu, yağış, buharlaşma, evapotranspirasyon ile kar kalınlığıdır. Hidrolojik 

veriler, Doğancı Barajı’nın aylık ortalama hacmi, gelen ve giden su debisi ve su seviyesini 

içermektedir. Modeller, 1999-2019 yıllarına ait verilerle eğitilmiş ve test edilmiştir, çünkü 

bu yıllarda her iki değişken için de değerler tamdır. Her parametre için 252 değerden 

oluşan bir veri seti elde edilmiştir. Araştırma için seçilen parametrelerin istatistiksel 

değerleri Çizelge 3.3’te verilmiştir. 
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Çizelge 3.3. Kullanılan meteorolojik ve hidrolojik verilerin istatistikleri (1999-2019) 

 
Parametreler Ortalama ± Standart Sapma Aralık (Minimum-

Maksimum) 

Bursa'nın Meteorolojik Parametreleri (Aylık ortalama değerler) 

Buhar Basıncı (hPa) 12,09±4,59 5,01-22,52 

Hava Sıcaklığı (℃) 15,24±7,23 2,18-27,64 

Bağıl Nem (%) 69,56±7,56 50,13-87,86 

Rüzgâr Hızı (m/s) 2,06±0,46 0,77-3,30 

Yağış (mm) 1,94±2,20 0,00-26,70 

Güneş Radyasyonu (kWh/m2) 3,38±2,09 0,05-7,16 

Güneş Yoğunluğu (cal/cm2) 323,12±161,83 53,13-644,72 

Evapotranspirasyon (mm) 4,60±4,05 0,09-30,15 

Buharlaşma (mm) 5,26±2,55 1,00-13,30 

Kar Kalınlığı (cm) 0,98±3,18 0,00-30,75 

Doğancı Barajı'nın Hidrolojik Parametreleri (Aylık ortalama değerler) 

Hacim (hm3) 29,80±7,88 8,92-41,35 

Gelen Su Debisi (m3/gün) 497783,67±530709,90 1555,20-2959638,17 

Giden Su Debisi (m3/gün) 239507,67±57012,68 44250,00-398533,68 

Su Seviyesi (m) 325,40±6,05 305,38-333,35 

 

İstatistik analizden anlaşılacağı üzere, incelenen tüm yıllar boyunca, barajdaki giriş suyu 

akış hızının çıkış akış hızından daha yüksek olduğu gözlemlenmiştir. Baraja gelen su 

miktarı, Uludağ'ın kış aylarındaki karlarının erimesiyle artmaktadır. İklim değişikliği ve 

artan nüfus, bu parametrelerde değişikliklere neden olabilir. 

 

3.3.3. Doğancı Barajı su kalitesinin modellenmesi  

 

Doğancı Barajı’nın su kalitesi parametrelerine ait veriler, Bursa Su ve Kanalizasyon 

İdaresi'nden (BUSKİ) elde edilmiştir. Bu veriler, su sıcaklığı, alkalinite, bulanıklık, pH, 

askıda katı madde, çözünmüş oksijen, arsenik, mangan ve demir konsantrasyonları gibi 

parametreleri içermektedir. Veriler, 1990-2020 dönemi için aylık ortalama değerlere 

sahiptir. Bu nedenle, yapay sinir ağı (YSA) modellemesi belirtilen dönem için yapılmıştır. 

Tüm su kalitesi parametreleri için verilerin 372 değeri bulunmaktadır. Doğancı Barajı’nın 

su kalitesi verilerinin bazı istatistiksel özellikleri Çizelge 3.4'te verilmiştir. 
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Çizelge 3.4. Doğancı Barajı su kalitesi parametreleri istatistikleri (1990-2020) 

 
Parametreler 

(Aylık 

Ortalama 

Değerler) 

Ortalama±Standart 

Sapma 

Minimum-

Maksimum 

ABD ÇKA 

Standartlarıc 

(USEPA, 2009) 

DSÖ 

Standartlarıç 

(WHO, 2022) 

Türk 

Standartları 

(TS266, 2005) 

pH 8,047±0,226 7,443-8,451 6,5-8,5 6,5-8,0 6,5-9,5 

Bulanıklık 

(NTU) 

6,207±7,312 0,388-85,752 1 5 1 

Su Sıcaklığı 

(℃) 

12,881±4,367 5,214-23,206 - - - 

Askıda Katı 

Madde (mg/L) 

4,816±5,791 0,000-38,375 - - - 

Çözünmüş 

Oksijen (mg/L) 

5,036±2,830 0,800-9,912 - - - 

Alkalinıte 

(mg/L) 

175,050±25,070 134,000-

242,000 

- - - 

Demir (mg/L) 0,043±0,030 0,007-0,175 0,3 0,3 0,2 

Mangan (mg/L) 0,047±0,037 0,013-0,288 0,05 0,1 0,05 

Arsenik (mg/L) 0,005±0,001 0,003-0,006 0,01 0,01 0,01 

c,ç - ABD ÇKA, Amerika Birleşik Devletleri Çevre Koruma Ajansı'nın kısaltmasıdır ve DSÖ, Dünya Sağlık Örgütü'nün kısaltılmış 

halidir 

 

3.4. YSA Uygulanması  

 

Verilerin toplanmasının ardından, bir sonraki adım YSA kullanarak modellemeyi 

içermektedir. Bu çalışmada, yazılım olarak MATLAB R2022a kullanılmıştır. Yapay sinir 

ağı uygulaması, bir girdi katmanı, bir gizli katman ve bir çıktı katmanı içeren ileri 

beslemeli sinir ağlarından oluşmaktadır. İlk olarak, yanlış veya eksik verilerin 

kaldırılmasıyla veriler temizlenmiştir. Bu çalışmada, sağlanan verilerin %70'i model 

eğitimi için kullanılmıştır ve kalan %30'u test ve doğrulama için kullanılmıştır 

(Benzaghta vd., 2012; Kang vd., 2015; Rezaeianzadeh vd., 2016; Zhang vd., 2015). 

Modellerin eğitimi öncesinde veri normalizasyonu aşağıdaki denklem kullanılarak 

yapılmıştır: 

𝐷 =
𝐷𝑖− 𝐷𝑚𝑖𝑛

𝐷𝑚𝑎𝑘 − 𝐷𝑚𝑖𝑛
                                                     (3.5)                                                         

Denklem 3.5'te D boyutsuz normalize edilmiş bir değeri temsil etmektedir. Di ise verinin 

ith ölçümü için normalize edilmiş değeri, Dmak ve Dmin ise tüm eğitim ve test verilerinin 

maksimum ve minimum normalize edilmiş verilerdir. 
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Genellikle eğitim sırasında hata değerine dayanarak ağırlıkların ve eşik değerlerinin 

ayarlarını yapmaktadır. Eğer ağ veriye aşırı uyum sağlarsa, OKH değeri doğrulama 

sırasında artmaktadır. Diğer taraftan, test verileri modelin performansını 

doğrulamaktadır. Burada, ileri beslemeli sinir ağı gizli katmanda sigmoid aktivasyon 

fonksiyonu ve çıkış katmanda doğrusal aktivasyon fonksiyonu kullanmıştır, bu da sağlam 

bir sonuç için önerilir (Glorot ve Bengio, 2010). Epok sayısı 1000 olarak belirlenmiştir. 

(Buhari ve Adamu, 2012). OKH hedef olarak 0 olarak belirlenmiştir. İlk ağırlık değişimi 

0,07 olarak ayarlanmıştır. Mevcut modellemede gizli katmandaki düğüm sayısı deneme 

yanılma yöntemiyle seçilmiştir. Bir ila elli arasında değişen gizli düğümler denenmiş ve 

modeller on düğümde daha iyi ve daha istikrarlı bir performans göstermiştir. Bu nedenle, 

her bir model için on gizli düğüm seçilmiştir. Tahmin için en uygun algoritmayı 

belirlemek amacıyla iki eğitim algoritması (EGY ve LM) test edilmiştir. Her iki 

algoritmanın da birbiriyle ilişkili avantajları ve dezavantajları vardır, ancak amaç, 

sağlanan veriler için en doğru olanı tespit etmektir. 

 

3.5. Test Edilen Model Yapıları 

 

İlk modellemede meteorolojik parametreler girdi olarak alınmış ve barajın su kalitesi 

parametreleri yapay sinir ağlarının çıktıları olarak tanımlanmıştır. Meteorolojik 

parametreler giriş olarak alınmış ve barajın su kalite parametreleri sinir mimarisinin 

çıktıları olarak tanımlanmıştır. Üç farklı giriş ve çıktı kombinasyonu modellenmiş ve test 

edilmiştir. İlk modelde, hava sıcaklığı, global güneş radyasyonu ve güneş yoğunluğu giriş 

parametreleri olarak alınmış ve buna karşılık su sıcaklığı, pH, çözünmüş oksijen, mangan, 

arsenik ve demir konsantrasyonları çıktı olarak seçilmiştir. İkinci tanımlanan modelde, 

rüzgâr hızı, buharlaşma, buhar basıncı ve evapotranspirasyon giriş parametreleri olarak 

alınmış ve buna karşılık barajın su sıcaklığı, pH, bulanıklık, çözünmüş oksijen, askıda 

katı madde, arsenik ve demir konsantrasyonları seçilmiştir. Son olarak, yağış, kar kalınlığı 

ve bağıl nem, sırasıyla su sıcaklığı, pH, alkalinite, bulanıklık, çözünmüş oksijen, askıda 

katı madde, arsenik, mangan ve demir konsantrasyonlarını modellerken kullanılmıştır.  

İkinci modelleme, meteorolojik parametrelerin girdi olarak ve Doğancı Barajı'nın su 

bütçesi parametrelerinin çıktı olarak alınmasıyla yapılmıştır. Üç farklı model eğitilmiş ve 

test edilmiştir. İlk modelde, aylık ortalama hava sıcaklığı, buharlaşma, 
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evapotranspirasyon, güneş radyasyonları ve güneş yoğunluğunun giriş olarak kullanılmış 

ve Doğancı Barajı’nın su seviyesi, hacmi, gelen ve giden su akış hızı hedeflenmiştir. Her 

modelde çıkışlar aynı tutulmuştur. Tek fark giriş parametrelerinde olmuştur. İkinci 

modelde, aylık ortalama rüzgâr hızı ve buhar basıncı giriş olarak kullanılmıştır. Son 

modelde ise aylık ortalama yağış, kar kalınlığı ve bağıl nem giriş parametreleri olarak 

seçilmiştir. Korelasyon katsayısı (R) ve OKH, en iyi tahmin uyumunu belirlemek için 

karşılaştırılmıştır.  

Son modelleme ise Doğancı Barajı’nın su kalitesi parametrelerinin farklı 

kombinasyonlarını girdi ve çıktı olarak ele alıp birbirleri üzerindeki etkilerini görmek için 

yapılmıştır. Birinci modelde, Doğancı Barajı’nın su sıcaklığı, bulanıklık ve pH değerlerini 

giriş parametreleri olarak kullanırken, çözünmüş oksijen, alkalinite ve askıda katı madde, 

arsenik, mangan ve demir konsantrasyonları çıkış olarak belirlenmiştir. Benzer şekilde, 

ikini modelde su sıcaklığı, alkalinite, pH ve çözünmüş oksijen konsantrasyonu giriş 

parametreleri olarak tanımlanmıştır. İkinci modelinin çıktıları, arsenik, mangan ve demir 

gibi iz metallerin konsantrasyonları olarak seçilmiştir.  

Literatür taramasında (Bölüm 2) belirtildiği gibi, bir barajın su kalitesi ve su bütçesi 

üzerine tahminler yapmak için önceki çalışmalarda farklı meteorolojik parametre 

kombinasyonları kullanılmıştır. Bu nedenle, mevcut modellemelerde meteorolojik ve 

Doğancı Barajı'nın su kalitesi ve su bütçesi parametrelerinin kombinasyonu, önceki 

çalışmalara dayanarak yapılmıştır. Meteorolojik ve Doğancı Baraj suyu arasındaki ilk 

modellemeden bahsederken, daha önce incelenen çalışmalarda iz element 

konsantrasyonlarının analiz için dikkate alınmadığı görülmüştür. İz elementler, artan 

antropojenik kirlilik ve iklim değişikliği ile bağlantılı olarak bir barajın su kalitesinin 

tahmin edilmesinde önemli parametrelerdir. Araştırmamızda bu parametrelerin dikkate 

alınması çalışmanın özgünlüğünü de ortaya koymaktadır. Öte yandan, su bütçesi 

hakkında konuşulduğunda, çoğu çalışma meteorolojik parametreleri dikkate alarak 

barajın su seviyesi tahminleri ile ilgilenmektedir. İkinci modellemede test edilen tüm 

modellerde, Doğancı Barajı'nın hacmi ve gelen ve giden su akışı, su seviyesi ile birlikte 

değerlendirilmiştir. 
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4. BULGULAR VE TARTIŞMA 

 

Bu bölümde, yapay sinir ağları modellemesinden elde edilen sonuçlar ve bunların benzer 

alanda yapılmış önceki çalışmalarla karşılaştırması verilmektedir. Ayrıca elde edilen 

sonuçların istatistiksel analizi yapılarak yapılan modellemeye uygun eğitim algoritması 

belirlenmektedir. 

 

4.1. Birinci Modelleme: İklim Değişikliğinin Doğancı Barajı Su Kalitesi Üzerindeki 

Etkisinin Tahmini 

 

Çizelge 3.1'den gözlemlenebileceği gibi, minimum ortalama hava sıcaklığı 1℃ olarak 

belirlenmiştir. Ancak, tüm çalışma yıllarında suyun minimum sıcaklığı 5,21℃ olarak 

tespit edilmiştir (Çizelge 3.2). Bununla birlikte, suyun maksimum ortalama sıcaklığı 

havanınkinden daha düşüktür. Bunun nedeni, suyun hidrojen bağları nedeniyle yüksek bir 

ısı kapasitesine sahip olmasıdır. Su, sıcaklığı önemli ölçüde artırmadan büyük miktarlarda 

ısıyı emme yeteneğine sahiptir. İkinci dikkat çekici özellik, Doğancı Barajı’nın suyundaki 

bazı iz elementlerin konsantrasyonudur. En yüksek konsantrasyon mangandır (ortalama 

0,05 mg/L), en düşük konsantrasyon ise arsenikte bulunmaktadır (ortalama 0,005 mg/L). 

Mangan için ortalama değer, ABD ÇKA ve TS 266 içme suyu kalite standartları 

tarafından belirlenen sınıra neredeyse dokunmaktadır ve maksimum değer (0,288 mg/L) 

dikkate alınan tüm içme suyu kalite standartlarını aşmaktadır. Bu durum, içme suyu 

tüketimindeki yüksek mangan konsantrasyonlarının insanlarda nörolojik hastalıklara yol 

açabileceği için endişe verici olabilmektedir (WHO, 2022). Demir ve arsenik 

konsantrasyonları için ortalama değerler, içme suyu standartlarına uygun görünmektedir. 

Bununla birlikte, arsenik durumunda bile, ABD ÇKA yönergelerine göre uzun süreli 

maruziyette küçük konsantrasyonlar tehdit oluşturabilir (Pontius vd., 1994). Bulanıklık 

değerlerine bakıldığında, Doğancı Barajı için ortalama değer 6.378 NTU'dur ve bu, ABD 

ÇKA, DSÖ ve Türk standartları tarafından belirlenen içme suyu sınırlarından daha 

yüksektir. Bulanıklığın artışı, iklim değişikliğinden kaynaklanan daha güçlü fırtınalar, 

yüksek su seviyeleri veya barajdaki su hızının artması nedeniyle erozyondan 

kaynaklanabilir (Jeppesen vd., 2015). Bununla birlikte, bu durum Doğancı Barajı suyunu 

kullanmakta olan insanlar üzerinde olumsuz etkilere neden olabilir. 
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Çok katmanlı ileri beslemeli sinir ağları kullanılarak yapılan modelleme sonuçları Çizelge 

4.1’de verilmiştir. Model 1a'yı düşündüğümüzde, üç meteorolojik giriş (hava sıcaklığı, 

global güneş radyasyonu ve güneş yoğunluğu) ve Doğancı Barajı'nın su kalitesine ait altı 

çıktı (su sıcaklığı, pH, çözünmüş oksijen, mangan, arsenik ve demir konsantrasyonları) 

için çalışmanın oldukça başarılı olduğu sonucuna varılmıştır. Eğitim, test, doğrulama ve 

tüm veri seti için R değeri 0,93-0,99 arasında bulunmuş ve gözlenen ve tahmin edilen 

veriler arasında güçlü bir ilişki olduğunu göstermiştir. Ortalama kare hata (OKH) değeri 

de düşüktür, yani yaklaşık olarak LM algoritması kullanıldığında 1,20 ve EGY 

algoritması kullanıldığında 1,68'dir.  

Model 2a'ye gelindiğinde, tam veri setine bakıldığında, R değeri eğitim algoritmaları göz 

önünde bulundurulduğunda 0,81-0,86 arasında bulunmuştur. Bu, gözlenen ve tahmin 

edilen uyum arasında iyi bir ilişki olduğunu göstermektedir, ancak model 1a kadar güçlü 

değildir. OKH değeri de model 1a'dan daha yüksektir ve çalışmada test edilen her iki 

eğitim algoritması için 6,26 ila 11,91 arasında değişmektedir. 

Model 3a’da ise, su sıcaklığı, pH, alkalinite, bulanıklık, çözünmüş oksijen, askıda katı 

madde, arsenik, mangan ve demir konsantrasyonları olmak üzere dokuz su kalitesi 

parametresi, giriş olarak yağış, kar kalınlığı ve nispi nem alınmıştır. Sonuçlar, tüm veri 

seti için birinci iki modele kıyasla daha düşük bir korelasyon katsayısı elde ettiğini 

göstermiştir, yani yaklaşık olarak 0,58 ila 0,66 arasındadır ve zayıf bir tahmin uyumunu 

işaret etmektedir. OKH değerleri hakkında konuşulduğunda, LM algoritması 

kullanıldığında 11,16 ve EGY algoritması kullanıldığında 11,01 arasında değişmektedir, 

bu da model 1a'dan daha yüksektir. 

Tüm test edilen modelleri karşılaştırdığımızda, model 1a'nın, gözlenen ve tahmin edilen 

değerler arasında daha düşük bir OKH (1,20-1,68) ve daha yüksek bir R (0,93-0,99) ile 

daha güvenilir bir tahmin yeteneği gösterdiği görülmüştür. OKH değeri ne kadar sıfıra 

yakınsa, tahminler o kadar güvenilir olmaktadır. Bu çalışmanın sonuçları önceki 

araştırmalardaki değerlerle karşılaştırılarak, modelin güvenilirliği değerlendirilmiştir. 

Model yapılarının çalışma verimleri büyüklük sıralamalarına göre değerlendirildiğinde, 

OKH değerine göre Model3a>Model2a>Model1a, R değeri ise, 

Model1a>Model2a>Model3a şeklinde bulunmuştur.  
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Çizelge 4.1. Birinci modelleme: İleri beslemeli sinir ağı modellemesi sonuçları 

 
Model Girişler 

(Aylık 

ortalama 

değerler) 

Çıktılar  

(Aylık 

ortalama 

değerler) 

YSA 

Yapısı 

Denetleme 

R Değerleri OKH 

 Eğitim Deneme Doğrulama Tüm 

Veri 

Kümesi 

Model 

1a. 
• Hava 

sıcaklığı 

(℃) 

• Global 

güneş 

radyasyonu 

(kWh/m2) 

• Güneş 

yoğunluğu 

(cal/cm2) 

• Su sıcaklığı 

(℃) 

• pH 

• Çözünmüş 

oksijen 

(mg/L) 

• Arsenik 

(mg/L) 

• Mangan 

(mg/L) 

• Demir 

(mg/L) 

3-10-6 

 

 

EGY: 

0,99031 

LM: 

0,99252 

EGY: 

0,93702 

LM:  

0,93271 

EGY: 

0,97481 

LM:  

0,98139 

 

EGY: 

0,98246 

LM: 

0,98419 

EGY: 

1,6807 

LM:  

1,1995 

Model 

2a. 
• Rüzgâr 

hızı (m/s) 

• Buharlaşm

a (mm) 

• Buhar 

basıncı 

(hPa) 

• Evapotran

spirasyon 

(mm) 

• Su sıcaklığı 

(℃) 

• pH 

• Bulanıklık 

(NTU) 

• Çözünmüş 

oksijen (mg/l) 

• Askıda katı 

madde (mg/l) 

• Arsenik 

(mg/l) 

• Demir 

(mg/l) 

4-10-7 

 

EGY: 

0,81675 

LM:  

0,89479 

EGY: 

0,85025 

LM:  

0,73438 

EGY: 

0,74738 

LM: 

0,84478 

 

EGY: 

0,80832 

LM: 

0,85980 

EGY: 

11,9053 

LM:  

6,2589 

Model 

3a. 
• Toplam 

yağış (mm) 

• Kar 

kalınlığı 

(cm) 

• Bağıl nem 

(%) 

• Su sıcaklığı 

(℃) 

• pH 

• Alkalinite 

(mg/l) 

• Bulanıklık 

(NTU) 

• Askıda katı 

madde (mg/l) 

• Çözünmüş 

oksijen (mg/l) 

• Arsenik 

(mg/l) 

• Mangan 

(mg/l) 

• Demir 

(mg/l) 

3-10-9 

 

EGY: 

0,69934 

LM:  

0,68462 

EGY: 

0,51694 

LM:  

0,35175 

EGY: 

0,74147 

LM:  

0,74684 

EGY: 

0,66439 

LM:  

0,57835 

EGY: 

11,0110 

LM:  

11,1604 

 

R değeri, gözlenen ve tahmin edilen veriler arasındaki korelasyonu göstermektedir. OKH 

değeri ise ortalama kare hatasını temsil etmektedir.  

Bu tartışma, tüm modellerin tam veri setleri için elde edilen R değerlerini karşılaştıran 

Şekil 4.1'e bakılarak daha da güçlendirilebilir. Model 1a’da veri noktalarının 

homoskedastik olduğu (çok az aykırı değerle) görüldü, bu da tahmininde güvenilirliğini 
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göstermektedir. Noktalar, korelasyon çizgisi boyunca yayılmıştır, bu da gözlenen ve 

tahmin edilen değerler arasında tutarlılık olduğunu göstermektedir. 

Esnek Geri Yayılım Algoritması Levenberg-Marquardt Algoritması 

 
Model 1a 

 

 
Model 1a 

 
Model 2a 

 

 
Model 2a 

 
Model 3a 

 
Model 3a 

 

Şekil 4.1. Birinci modelleme: EGY eğitim algoritması ve LM eğitim algoritması kullanan 

modellerin korelasyon katsayılarının grafiksel gösterimi 
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Yapılan diğer çalışmalara göre, Kang vd. (2015) benzer bir çalışması için korelasyon 

katsayısı aralığı test ve doğrulama için 0,66-0,71 arasında bulunmuştur (Çizelge 4.2). 

Benzer şekilde, Park vd. (2015) çalışmasında korelasyon değeri 0,71 ile 0,74 arasında 

bulunmuştur. Bu çalışmada elde edilen model 1a için korelasyon katsayısı (0,93 ile 0,99 

arasında) daha önce bahsedilen çalışmalardan daha yüksektir. Ayrıca, Zhang vd. (2015) 

analiziyle elde edilen R değerleriyle karşılaştırıldığında, eğitim, test ve doğrulama 

aşamalarının tamamı için önerilen model 1a için değerler daha yüksektir.  

Önceki bahsedilen çalışmalarda R-değerlerinin aralığı 0,59 ile 0,99 arasında 

bulunmaktadır. Tüm veri seti için korelasyon katsayısı en yüksek değer model 1a (0,98’a 

kadar) için saptanmıştır, en düşük değer ise model 3a (0,58-0,66) için bulunmuştur. Bu 

durum, tüm tanımlanan modellerin korelasyon değerlerinin daha önce yapılan 

çalışmaların aralığında olduğunu göstermektedir. Ancak, karşılaştırma yapıldığında 

model 1a, diğer test edilen modellere göre iyi bir performans sergilemiştir. 

Dikkate alınan bir diğer faktör hata değerleridir. Daha önce listelenen çalışmalarda, iyi 

performans gösteren modeller için hata değerleri 0,003 ile 3,12 arasında yer almaktadır. 

Çizelge 4.2'de listelenen diğer çalışma 2a (0,003-0,01) ve çalışma 4a (0,05-0,06) için hata 

değerleri, önerilen model 1a’dan (1,20-1,68) daha düşüktür. Ancak, hata değerlerinin üst 

sınırı (3,12), önerilen model 1a'nınkinden daha büyüktür. Bu çalışmada diğer test edilen 

modellerin hata değerleri hakkında konuşursak, model 2a'nın en düşük hata değeri 6,26 

iken, model 3a'nın hata değeri 11,01'dir. Bu değerler, geçmiş literatürde belirtilen hata 

aralığının üzerindedir. Hata değerleri ne kadar yüksek olursa, gerçek ve tahmin edilen 

değerler arasında o kadar fazla fark olma ihtimali artar. Bu durum, model 1a'nın barajların 

su kalitesiyle ilgili tahminler için en geçerli model olduğunu göstermektedir. 

Bu nedenle, model 1a’nın Doğancı Barajı su kalitesinin gelecekteki tahminleri için 

kullanılabileceği görülmüştür. Ayrıca, R ve OKH değerlerinin giriş ve çıkış 

parametrelerine göre değiştiği görülmektedir. Diğer çalışmalarda su kalitesi ile yağış, 

hava sıcaklığı, atmosfer basıncı, nem, rüzgâr hızı ve güneş radyasyonunun ilişkili olduğu 

görülmüştür. Ancak, bu çalışmada, önerilen en iyi model yapısı olan model 1a için aylık 

ortalama hava sıcaklığı, aylık ortalama toplam günlük global güneş radyasyonu ve güneş 

yoğunluğu parametreleri Doğancı Barajı’nın aylık ortalama su sıcaklığı, pH, aylık 

ortalama çözünmüş oksijen, arsenik, mangan ve demir konsantrasyonları üzerinde 
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etkilerini tahmin etmek için giriş olarak kullanılmıştır. Bu çalışmada test edilen bu 

meteorolojik parametreler diğer çalışmalara ve model 2a ve model 3a’ya göre daha 

güvenilir sonuçlar vermiştir.  

Birinci modelleme çalışmasında, model 1a sonuçlarına göre, hava sıcaklığı, güneş 

radyasyonu ve güneş yoğunluğu parametreleri Doğancı Barajı’nın su kalitesini en çok 

etkileyebilecek parametreler olarak bulunmuştur. Diğer yandan, model 3a’nın 

performansına göre meteorolojik parametreler arasında yağış, nem ve kar kalınlığı 

parametrelerinin su kalitesini tahmin etmede en az etkili olduğu belirlenmiştir.  

İklim Değişikliği Hükümetler Arası Paneli (IPCC) hava sıcaklığında artış olacağını 

öngörmektedir. Bu artış, Doğancı Barajı'nın su kalitesini olumsuz yönde etkileyebilir. 

Örnek olarak, bu durum baraj suyunun sıcaklık düzeyinde artışa ve aynı zamanda 

çözünmüş oksijen konsantrasyonunda azalmaya neden olabilir (Mosley, 2015). 

Dolayısıyla, su kalitesinin olumsuz değişimleriyle başa çıkabilmek için önceden alınacak 

tedbirler, söz konusu modellemeler yoluyla ele alınabilecektir.  

Çizelge 4.2. Meteorolojik parametrelerle baraj su kalitesi tahmini 

Çalışma  Girdi 

(Meteorolojik 

parametreler) 

Çıktı (Baraj 

için su kalitesi 

parametreleri) 

İleri Beslemeli 

Sinir Ağı 

Yapısı 

Korelasyon 

Katsayısıd 

Hata 

Değerlerie 

Referans 

Diğer 

Çalışma 

1a. 

Günlük yağış, 

maksimum ve 

minimum 

sıcaklık ve nem 

Askıda katı 

madde, toplam 

nitrojen ve 

toplam fosfor 

1 giriş, 1 gizli 

ve 1 çıkış 

katmanı 

0,66-0,71 0,11-3,12 (Kang vd., 

2015) 

Diğer 

Çalışma 

2a. 

Günlük 

atmosferik 

sıcaklık, yağış 

ve güneşlenme 

saatleri 

Su sıcaklığı, 

toplam fosfor ve 

klorofil-a 

1 giriş, 3 gizli 

ve 1 çıkış 

katmanı 

0,59-0,99 0,003-0,01 (Zhang vd., 

2015) 

Diğer 

Çalışma 

3a. 

Güneş 

radyasyonu ve 

rüzgâr hızı 

Klorofil-a 1 giriş, 1 gizli 

ve 1 çıkış 

katmanı 

0,71-0,74 - (Park vd., 

2015) 

Diğer 

Çalışma 

4a. 

Günlük yağış İletkenlik ve 

çözünmüş 

oksijen 

1 giriş, 2 gizli 

ve 1 çıkış 

katmanı 

- 0,05-0,06 (Elhatip ve 

Kömür, 

2008) 
d,e Hata ve korelasyon katsayısı değerleri aralığı eğitim, test ve doğrulama içindir 

ANOVA, "Varyans Analizi" olarak adlandırılan bir istatistiksel yöntemdir. ANOVA, veri 

grupları arasındaki farkların istatistiksel olarak anlamlı olup olmadığını belirlemede 

kullanılır. Boş hipotez, iki veya daha fazla grubun ortalamaları arasında istatistiksel 

olarak anlamlı bir fark olmadığını belirtirken, alternatif hipotez ise iki veya daha fazla 

grubun ortalamaları arasında anlamlı bir fark olduğunu ifade eder. Eğer p değeri, 

belirlenen anlamlılık düzeyi 0.05'ten büyükse, bu durumda incelenen grupların ortalama 
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değerleri ve varyansları arasında kritik farklılıkların olmadığı sonucuna ulaşılır (Kim, 

2014). 

Önceki araştırmalarda, meteorolojik parametreler kullanarak su kütlelerinin su kalitesini 

tahmin etmek için farklı yapay teknikler kullanılarak elde edilen sonuçlar arasındaki 

anlamlı farklılıkları belirlemek için ANOVA yöntemi kullanılmıştır (Merdun ve Çinari, 

2010; Said ve Khan, 2021; Solanki vd., 2015; Tselemponis vd., 2023; Zubaidi vd., 2020). 

Ancak, bilindiği kadarıyla, LM ve EGY eğitim algoritmalarının R ve OKH değerlerini 

karşılaştırmak için bu yöntem daha önce kullanılmamıştır.  

Bu çalışmada p değeri (R için p=0,946 ve OKH için p=0,209) anlamlılık düzeyi göre 

0.05’ten yüksek bulunduğu için, esnek geri yayılı algoritma ve Levenberg-Marquardt 

eğitim algoritması arasında istatistiksel değerlendirmeye (varyans analizi-ANOVA) göre 

iki eğitim algoritması arasında anlamlı bir fark olmadığı görülmüştür. Ayrıca, etki 

büyüklüğü çok küçük olup (0,001 ile 0,05 arasında), bu da algoritmalar arasındaki farkın 

önemsiz olduğunu daha da vurgulamaktadır. Bu istatistiksel inceleme JASP 0.16.3 

sürümünde yapılmıştır (Goss-Sampson, 2019). 

Ancak, görsel olarak analiz edildiğinde, Levenberg-Marquardt eğitim algoritmasının 

korelasyon ve ortalama kare hatası değerlerine dayanarak elastik geri yayılı algoritmadan 

daha iyi bir performansa sahip olduğu söylenebilir. En iyi model olan model 1a'da 

baktığımızda, Levenberg-Marquardt algoritması kullanılarak korelasyon katsayısı 0,984 

ve OKH 1,20 bulunmuştur. Esnek geri yayılı algoritma kullanıldığında ise bu değerler 

sırasıyla 0,982 ve 1,68’dir. Bu değerler yeterince yakın olsa da, LM algoritması daha 

yüksek performansa sahiptir. 

Çizelge 4.3. Birini modelleme: Algoritmaları karşılaştırırken modellerin (a) R ve (b) 

OKH değerleri için ANOVA sonuçları 

 
Parametreler Kareler Toplamı df Ortalama Kare F p η² 

Algoritmalar 1,796e-4 1 1,796e-4 0,005 0,946 0,001 

Artıklar 0,137 4 0,034 

(a) 

Parametreler Kareler Toplamı df Ortalama Kare F p η² 

Algoritmalar 5,956 1 5,956 0,209 0,671 0,050 

Artıklar 113,746 4 28,437 

(b) 
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4.2. İkinci Modelleme: İklim Değişikliğinin Doğancı Barajı Su Bütçesine Etkisinin 

Tahmin Edilmesi 

 

Detaylı analizden elde edilen sonuçlar Çizelge 4.4'te verilmiştir. Tüm modeller için R ve 

OKH değerlerine bakılarak, model 1b'nin en iyi uyumu sağladığı görülebilir. Her iki 

algoritma da dikkate alındığında, model 1b tüm veri seti için yüksek bir R değerine 

sahiptir (0,99). Ayrıca, diğer modellere göre en düşük OKH'ye sahiptir (LM için 0,59 ve 

EGY kullanıldığında ise 46,8), diğer modellerde ise doğrulama aşamasında önemli ölçüde 

büyük hatalar bulunmaktadır. Başka bir deyişle, tüm modeller aynı çıkış parametrelerine 

sahiptir, ancak analiz, hava sıcaklığı, güneş radyasyonu, güneş yoğunluğu, buharlaşma ve 

evapotranspirasyonu giriş meteorolojik parametreleri olarak kullanan modelin, Doğancı 

Barajı’nın hidrolojik verilerindeki değişime en çok tanımlayan ve ilişkilendiren model 

olduğunu göstermektedir. Bu nedenle, model 1b'nin meteorolojik parametrelerindeki bir 

değişikliğin, barajın su hacmi, akış hızları ve seviyesi üzerinde önemli bir etkiye sahip 

olabileceği yorumlanabilir. 

Model 2b ve Model 3b'deki hataların büyüklüğü oldukça yüksektir (genel olarak 2,4x1010 

ila 7,9x1010 arasında değişmektedir) ve R değerleri de model 1b'ye göre daha düşüktür 

(model 2b için yaklaşık olarak 0,82 ila 0,83 ve model 3b için 0,68 ila 0,70). Model 2b'deki 

girişler rüzgâr hızı ve buhar basıncıdır. Benzer şekilde, model 3b'de yağış, kar kalınlığı 

ve bağıl nem giriş olarak kullanılmıştır. Model 2b’de gözlenen ve tahmin edilen değerler 

arasında iyi bir korelasyon göstermektedir. Bununla birlikte, kullanılan eğitim 

algoritmasının türüne bakılmaksızın oldukça yüksek olan hata göz önüne alındığında, bu, 

Doğancı Barajı’nın hidrolojisinin gelecekteki tahminleri için tercih edilebilir bir model 

olmayabilir. Benzer şekilde, model 3b’de barajın hidrolojik parametreleri için gözlenen 

ve tahmin edilen değerler için model 2b'ye kıyasla daha düşük bir korelasyon (0,70'ye 

kadar) vermiştir. 

Bu nedenle, analiz sonuçlarından elde edilen bulgulara göre model 1b'nin en yüksek 

korelasyon ve en düşük hata değerine sahip olduğu ve dolayısıyla en iyi performansı 

sergilediği söylenebilir. Ardından, model 2b iyi sonuçlar göstermiştir. Model 3b ise en 

yüksek hata değerine ve en düşük korelasyon değerine sahiptir. Tüm modeller, Doğancı 

Barajı'nın su hacmi, seviyesi, gelen ve giden su akışını tahmin etmek için kullanılmıştır. 
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Çizelge 4.4. İkinci modelleme: İleri beslemeli sinir ağlarından elde edilen sonuçlar 

 
Model Girişler 

(Aylık 

ortalama 

değerler) 

Çıktılar 

(Aylık 

ortalama 

değerler) 

 

YSA 

Yapısı 

Denetleme 

R Değerleri OKH 

 Eğitim Deneme Doğrulama Tüm 

Veri 

Kümesi 

Model 

1b. 
• Hava 

sıcaklığı (℃) 

• Güneş 

radyasyonu 

(kWh/m2) 

• Güneş 

yoğunluğu 

(cal/cm2) 

• Buharlaşma 

(mm) 

• Evapotrans

pirasyon 

(mm) 

• Hacim 

(hm3) 

• Gelen su 

debisi 

(m3/gün) 

• Giden su 

debisi 

(m3/gün) 

• Su 

seviyesi 

(m) 

5-10-4 

 

 

EGY: 

0,99823 

LM: 

1 

EGY: 

1 

LM: 

1 

EGY: 

0,99926 

LM: 

0,99999 

 

EGY: 

0,9982 

LM: 

0,99996 

 

EGY: 

46,8353 

LM: 

0,59257 

Model 

2b. 
• Rüzgâr hızı 

(m/s) 

• Buhar 

basıncı (hPa) 

• Hacim 

(hm3) 

• Gelen su 

debisi 

(m3/gün) 

• Giden su 

debisi 

(m3/gün) 

• Su 

seviyesi 

(m) 

2-10-4 

 

 

EGY: 

0,83633 

LM: 

0,89876 

 

EGY: 

0,79397 

LM: 

0,62345 

EGY: 

0,85413 

LM: 

0,93957 

EGY: 

0,82412 

LM: 

0,83057 

EGY: 

3,9x1010 

LM: 

2,4x1010 

Model 

3b. 
• Yağış 

(mm) 

• Kar 

kalınlığı (cm) 

• Bağıl nem 

(%) 

• Hacim 

(hm3) 

• Gelen su 

debisi 

(m3/gün) 

• Giden su 

debisi 

(m3/gün) 

• Su 

seviyesi 

(m) 

3-10-4 

 

 

EGY: 

0,69929 

LM: 

0,69352 

 

EGY: 

0,70283 

LM: 

0,76260 

EGY: 

0,60448 

LM: 

0,65079 

 

EGY: 

0,68580 

LM: 

0,69542 

 

EGY: 

7,9x1010 

LM: 

6,7x1010 

 

Elde edilen hata ve katsayı değerleri model 1b için önceki çalışmalardan elde edilen 

değerlerle karşılaştırılmıştır (Çizelge 4.5). Hatalara bakıldığında, model 1b'deki LM 

eğitim algoritması kullanılarak elde edilen OKH değeri 0,59 olarak bulunmuştur ve 

Çizelge 4.5'te listelenen çalışmalar 1b ve 6b'den daha yüksektir. Bununla birlikte, Norris, 

Doroozdan, Asa, Kampe ve Batu barajları üzerinde yapılan benzer çalışmalarla 

karşılaştırıldığında daha düşüktür, bu da tahminler için kabul edilebilir olduğunu 

göstermektedir. EGY eğitim algoritmasını kullanan model 1b için hata, 3b. çalışma 

(Doroozdan barajında) hariç, listelenen tüm çalışmalardan daha yüksek olan 46,84’tir. 

Hatalar mümkün olduğunca düşük olmalıdır, bu nedenle LM eğitim algoritmasının 

çalışmamızda daha iyi performans gösterdiği düşünülmektedir.  
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Dikkate alınan önceki araştırmaların hata aralığı 0,11 ila 34,6x106 arasında değişmektedir. 

Model 2b'nin hata değeri 3,9x1010'a kadar çıkarken, model 3b'nin hata değeri 6,7x1010 ila 

7,9 x1010 arasında değişmektedir. Bu hata değerleri, diğer önceki yapılan çalışmalardan 

belirlenen aralığın üzerindedir. Bu modellemede test edilen modeller arasında, bu aralıkta 

OKH değerine sahip olan tek model 1b’dir. Bu nedenle, model 1b, meteorolojik 

parametreler kullanılarak su bütçesi için gelecekteki tahminler açısından güvenilir bir 

seçenektir. 

Öte yandan, korelasyon katsayılarını karşılaştırırken, model 1b için R değeri tüm veri seti 

için yaklaşık olarak 0,99 olarak bulunmuştur. Bu R değeri, Çizelge 4.5'te verilen diğer 

ilgili çalışmalardan daha yüksek olup, 4b (R: 0,99), 5b (R: 0,96) ve 6b (R: 0,99) numaralı 

çalışmalara en yakın değerdir. Eğitim algoritmaları tartışıldığında, LM ve EGY 

algoritmalarının gözlenen ve tahmin edilen sonuçlar arasında neredeyse aynı yüksek 

korelasyona sahip olduğu görülmüştür.  

Eğer korelasyon katsayısı 1'e yakınsa, bu durumda tahminlerin doğruluğu artar, çünkü 

tahmin edilen çıktı değerleri test edilen değerlere çok yakındır. Diğer araştırmalardan 

(Çizelge 4.5) elde edilen R değerleri 0,64 ile 0,99 arasında değişmektedir. Önceden 

bahsedildiği üzere, model 1b'nin korelasyon katsayısı 0.99'a kadar yüksek bulunmuştur. 

Model 2b de korelasyon açısından iyi sonuçlar göstermiş, tüm veri kümesi için R değeri 

0,82-0,83 aralığında çıkmıştır. Son olarak, model 3b ortalama bir performans sergilemiş 

ve tüm veri kümesi için R değeri 0,68-0,69 aralığında tespit edilmiştir. Bu test edilen 

modellerin tümünün, önceki çalışmaların korelasyon katsayısı aralığında yer alması, 

yalnızca korelasyon katsayılarına bakıldığında tüm modellerin tahminler için kabul 

edilebilir olduğunu göstermektedir ve model 1b bu bağlamda en iyi performansı 

sergilemektedir. 

Ancak, model 2b ve model 3b'nin hataları önceki çalışmalar ve model 1b ile 

karşılaştırıldığında oldukça büyük görünmektedir. Bu nedenle, meteorolojik 

parametreleri dikkate aldığımızda, model 1b'nin barajın su bütçesi için en doğru 

tahminleri vereceği söylenebilir. 

İkinci modelleme çalışmasının tüm analizlerinin bir özeti olarak, hava sıcaklığı, güneş 

radyasyonu, güneş yoğunluğu, buharlaşma ve evapotranspirasyon gibi meteorolojik 

parametrelerin barajın su hacmi, seviyesi, gelen ve giden akışı üzerinde yüksek olasılıkla 
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etkili olduğu tespit edilmiştir. Bu parametreler, barajın hidrolojik özelliklerini belirlemede 

önemli bir rol oynamaktadır. Ayrıca, birinci modelleme çalışmasıyla uyumlu olarak, 

yağış, kar kalınlığı ve nem gibi meteorolojik parametrelerin barajın hidrolojik özellikleri 

üzerinde diğer parametrelere göre daha az etkili olduğu görülmüştür. 

Genellikle diğer girişlerle birlikte, barajlardaki suyun simülasyonları için yağış tercih 

edilen meteorolojik parametredir (önceki çalışmalardan anlaşıldığı kadarıyla). Ancak, 

çalışmamızda diğer test edilen modellerden daha iyi performans gösteren model 1b, giriş 

olarak yağışı içermemektedir. Bu nedenle, bu çalışma, yağışın böyle belirlemeler için tek 

parametre olmadığını ortaya koymaktadır. Bunun yerine, hava sıcaklığı, güneş yoğunluğu 

veya radyasyon, buharlaşma veya evapotranspirasyon gibi diğer parametreler, barajın su 

hacmi, akış hızları veya/ve seviyeleri hakkında değerli sonuçlar sağlayabilir. Buna en 

yakın örneği, Benzaghta vd. (2012) Batu barajı üzerinde yaptığı bir çalışmadır. Bu 

sonuçlar, barajların su havzaları ve su yönetimi için etkin stratejilerin belirlenmesine ve 

uygulanmasına katkı sağlayabilir. 

Çizelge 4.5. Meteorolojik parametreleri kullanarak baraj su bütçesi tahmini 

 
Çalışma  Baraj 

(Yer) 

Girdiler 

(Meteorolojik 

parametreler) 

Çıktılar 

(Hidrolojik 

parametreler) 

Hatalar Korelasyon 

katsayısı 

Referans 

Diğer 

Çalışma 

1b. 

Yalova 

Gökçe 

(Türkiye) 

Yıllık Yağış 

 

Baraj su 

seviyesi 

 

0,11 0,87 (Damla vd., 

2020) 

Diğer 

Çalışma 

2b. 

Norris 

(Amerika) 

Yıllık yağış ve hava 

sıcaklığı 

 

Baraj giriş 

hacmi ve su 

seviyesi 

 

11 0,81 (Rungee ve 

Kim, 2017) 

Diğer 

Çalışma 

3b. 

Doroozdan 

(İran) 

Aylık yağış 

 

Baraja giriş 

hacmi 

34,60x106 0,64 (Rezaeianzadeh 

vd., 2016) 

Diğer 

Çalışma 

4b. 

Asa ve 

Kampe 

(Nijerya) 

Yıllık hava sıcaklığı, 

yağış ve 

evapotranspirasyon 

Baraja giriş 

hızı 

- 0,99 (Salami vd., 

2015) 

Diğer 

Çalışma 

5b. 

Batu 

(Malezya) 

Günlük hava sıcaklığı, 

rüzgâr hızı, bağıl nem, 

yağış, güneşlenme 

süresi ve güneş 

radyasyonu 

Barajdan 

buharlaşma 

 

1,22 0,96 (Benzaghta vd., 

2012) 

Diğer 

Çalışma 

6b. 

Yarseli 

(Türkiye) 

Günlük yağış Baraj su 

seviyesi 

0,135 0,99 (Çalım, 2008) 

 

Ayrıca, Şekil 4.2'deki korelasyon grafiklerini dikkate aldığımızda, model 1b'de 

korelasyon çizgisinin hedef değişkenlere (barajın su hacmi, akış hızları ve su seviyesi) 

çok iyi uyduğu fark edilebilir. Bununla birlikte, veriler model 2b ve model 3b'de 
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korelasyon çizgisinden dağılmış ve uzaklaşmış durumdadır, bu da verilerin 

heteroskedastik olduğunu göstermektedir. Bu terim, model 2b ve model 3b için hatalarda 

önemli bir varyans olduğunu ve korelasyon grafiklerindeki veri noktalarının korelasyon 

çizgisinden uzaklaşmasına neden olduğunu ifade eder. Bu durum, model 2b ve model 

3b'nin model 1b’ye kadar doğru tahminler vermemiş olabileceğini tekrar ortaya 

koymaktadır. 

Esnek Geri Yayılım Algoritması Levenberg-Marquardt Algoritması 

 

Model 1b 

 

Model 1b 

 

Model 2b 

 

Model 2b 
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Model 3b 

 

Model 3b 

Şekil 4.2. İkinci modelleme: EGY ve LM eğitim algoritmaları kullanılarak test edilen 

modellerin korelasyon grafikleri 

Çalışmanın ikinci amacı, esnek geri yayılım ve Levenberg-Marquardt algoritmaları 

arasından en iyi eğitim algoritmasını belirlemektir. İki eğitim algoritmasının kullanıldığı 

tüm test modelleri için elde edilen korelasyon ve ortalama kare hatası değerlerinin analizi 

için varyans analizi gerçekleştirilmiştir. İncelenen algoritmalar için R değerleri arasındaki 

karşılaştırmayı gösteren Çizelge 4.6(a)'ya bakıldığında, p değeri 0,965 (p>0,05 ve %95 

anlamlılık düzeyinde), bu da farklı modeller için sağlanan R değerleri arasındaki farkın 

anlamlı olmadığını göstermektedir. Etki büyüklüğü (η2) de çok küçük olup (5,541e-4), bu 

da iki eğitim algoritması arasındaki farkın ihmal edilebilir olduğunu göstermektedir. Aynı 

durum, her iki algoritma için OKH değerleri için de geçerliydi, burada p değeri 0,807’dir 

ve etki büyüklüğü 0,017’dir. Dolayısıyla, her iki eğitim algoritması da verilerimizle aynı 

performansı sergilemektedir ve ileri beslemeli yapay sinir ağlarını kullanarak bir barajın 

hidrolojisi üzerinde iklim etkilerini belirlemek için istatistiksel olarak kanıtlandığında 

uygulanabilir.  

Ancak, sonuçları görsel olarak yorumlamak, Levenberg-Marquardt algoritmasına bir 

avantaj sağlamıştır, çünkü incelenen tüm modeller için korelasyon değerleri daha yüksek 

ve hata değerleri esnek geri yayılım eğitim algoritmasına göre daha düşük olduğu 

görülmektedir. Levenberg-Marquardt eğitim algoritmasıyla model 1b'nin ortalama kare 

hatası değerleri de benzer alanlardaki önceki çalışmalarla uyumlu olduğu saptanmıştır. 

Önceki çalışmalarda, baraj veya farklı su kaynalarında su seviyesini veya su hacmini 

meteorolojik parametreler kullanarak tahmin etme sürecinde, farklı istatistiksel ve/veya 

yapay zekâ yöntemleri arasındaki önemli farkları belirlemek için ANOVA yöntemi 
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kullanılmıştır (El-Kenawy vd., 2022; Iqbal vd., 2021; Sahoo ve Jha, 2013). Ancak, 

bilindiği kadarıyla Levenberg-Marquardt ve esnek geri yayılım eğitim algoritmalarının 

bu tahminler için karşılaştırılmasında ANOVA yöntemi kullanılmamıştır. Bu, 

araştırmanın diğer bir orijinal yönüdür. 

Çizelge 4.6. İkinci modelleme: Algoritmaları karşılaştırırken modellerin (a) R ve (b) 

OKH değerleri için ANOVA sonuçları 

 
Parametreler Kareler Toplamı df Ortalama Kare F p η² 

Algoritmalar 5,298e-5 1 5,298e-5 0,002 0,965 5,541e-4 

Artıklar 0,096 4 0,024 

(a) 

Parametreler Kareler Toplamı df Ortalama Kare F p η² 

Algoritmalar 8,627e+19 1 8,627e+19 0,068 0,807 0,017 

Artıklar 5,086e+21 4 1,272e+21 

(b) 

 

4.3. Üçüncü Modelleme: Doğancı Barajı Su Kalitesi Parametrelerinin Kendi 

İçerisinde Modellenmesi 

 

Çizelge 3.4'e bakarak, Doğancı Barajı’nın suyunun pH değerinin çalışma süresi boyunca 

çok farklı olmadığı görülebilir, yani 7,4 ile 8 arasında değişmektedir. Bununla birlikte, 

bulanıklık, su sıcaklığı, askıda katı madde, çözünmüş oksijen ve alkalinite için maksimum 

ve minimum değerler arasında belirgin bir fark vardı, bu da yüksek standart sapma 

değerleriyle de belirtilmiştir. Bu fark, Bursa'daki mevsimsel değişikliklerden 

kaynaklanabilir. İz element değerlerine bakarsak, mangan için ortalama değer (0,047 

mg/L), ABD ÇKA ve Türk standartları (0,05 mg/L) tarafından belirlenen sınıra yaklaşmış 

olup, maksimum değer bu sınırları aşmaktadır. Demir için aralık ve ortalama değerler 

kabul edilebilir, arsenik konsantrasyonu da sınırlar içinde olduğu görülmektedir, ancak 

zamanla konsantrasyon artarsa endişe verici olabilir. 

Çizelge 4.7, farklı eğitim algoritmaları kullanarak her model için korelasyon katsayısı ve 

ortalama kare hata değerlerini vermektedir. Söz konusu tablodaki İBSA yapısı, giriş, gizli 

ve çıkış katmanlardaki nöron veya düğüm sayısını belirtmektedir, yani ilk model üç girişe, 

on gizli nörona ve altı çıkışa sahip olduğu görülmektedir. İkinci model dört girişe, on gizli 

ve üç çıkış düğümüne sahiptir. 
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Sonuçlar, model 1c'nin tam veri seti için ikinci modele göre daha yüksek bir korelasyon 

katsayısına sahip olduğunu göstermektedir. Bununla birlikte, model 2c’de de giriş ve çıkış 

değerleri arasında iyi bir korelasyon göstermiş ve R değeri, LM ve EGY eğitim 

algoritmaları dikkate alındığında, tüm veriler için 0,84 ile 0,92 arasında değişmiştir. 

Model 2c'nin doğrulama aşamasında, R değeri EGY algoritması kullanılarak 0,44'e 

düşürülmüştür. Bununla birlikte, LM algoritması kullanıldığında hala yüksek (0,90) 

kaldığı izlenmiştir. Her iki eğitim algoritması için de tüm veri seti için R değeri yüksek 

olduğu görülmektedir. 

Hatalardan bahsedersek, model 1c karşılaştırmalı olarak yeterince yüksek hatalara sahip 

olduğu tespit edilmiştir. İlk model için OKH hataları 58,3 ila 61,5 arasında değişmektedir. 

Bunun aksine, model 2c çok düşük bir hata (2,5 ila 7,3x10-4) göstermiştir. Dolayısıyla, 

hata model 2c'de daha düşük olduğu ve korelasyon katsayısı yeterince yüksek olduğu 

için, model 2c'nin Doğancı Barajı’nın su kalitesinin daha iyi bir tahminini sağladığı 

söylenebilir. 

Çizelge 4.7. Üçüncü modelleme: İBSA modellemesinden elde edilen sonuçların analizi 

 
Model Girişler 

(Aylık 

ortalama 

değerler) 

Çıktılar 

(Aylık 

ortalama 

değerler) 

İBSA 

Yapısı 

Denetleme 

R Değerleri OKH 

 Eğitim Deneme Doğrulama Tüm 

Veri 

Kümesi 

Model 

1c. 
• Su 

sıcaklığı 

(℃) 

• pH 

• Bulanıklık 

(NTU) 

• Alkalinite 

(mg/L) 

• Askıda 

katı madde 

(mg/L) 

• Çözünmüş 

oksijen 

(mg/L) 

• Arsenik 

(mg/L) 

• Mangan 

(mg/L) 

• Demir 

(mg/L) 

3-10-6 EGY: 

0,99129 

LM: 

0,99373 

EGY: 

0,98924 

LM: 

0,99087 

EGY: 

0,98924 

LM: 

0,98585 

 

EGY: 

0,99011 

LM: 

0,99186 

EGY: 

58,2823 

LM: 

61,4863 

Model 

2c. 
• Su 

sıcaklığı 

(℃) 

• pH 

• Alkalinite 

(mg/L) 

• Çözünmüş 

oksijen 

(mg/L) 

• Arsenik 

(mg/L) 

• Mangan 

(mg/L) 

• Demir 

(mg/L) 

4-10-3 EGY: 

0,99983 

LM: 

1 

EGY: 

0,74342 

LM: 

0,69174 

EGY: 

0,44447 

LM: 

0,89927 

EGY: 

0,84487 

LM: 

0,92408 

EGY: 

7,3x10-4 

LM: 

2,5x10-4 
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Korelasyon grafiklerinden (Şekil 4.3) model 2c için noktaların korelasyon çizgisi 

boyunca daha geniş bir dağılıma sahip olduğu yorumlanmış, bu da tahminin 

güvenilirliğini daha da doğrulamıştır. Model 1c'nin karşılaştırmalı olarak daha yüksek bir 

R değeri (0,99) olsa da, grafikler korelasyon çizgisinin sadece birkaç yoluna odaklanmış 

gibi görünmüştür. Sonuçlar ayrıca Doğancı Barajı’nda iz element kirliliği ile ilgili yoğun 

duruma ilişkin araştırmanın amacıyla da uyumlu olduğu saptanmıştır. Barajdaki iz 

elementlerin konsantrasyonlarının su sıcaklığı, pH, alkalinite ve çözünmüş oksijen 

konsantrasyonundaki değişikliklerle birlikte değişebileceğini göstermiş, çünkü bunlar 

arasında yüksek bir korelasyon gösterilmiştir. Bu sorun dikkat gerektirir çünkü demir, 

mangan ve özellikle arsenik konsantrasyonunun artması halkı etkileyebilmekte ve farklı 

hastalıkların kök nedeni olabilmektedir. 

Esnek Geri Yayılım Algoritması Levenberg-Marquardt Algoritması 

 

Model 1c 

 

Model 1c 

 

Model 2c 

 

Model 2c 

Şekil 4.3. Üçüncü modelleme: EGY ve LM eğitim algoritmaları kullanılarak yapay sinir 

ağlarından elde edilen korelasyon grafikleri 
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Mevcut çalışma, önceki literatürdeki birkaç benzer çalışmayla karşılaştırıldığında 

(Çizelge 4.8), çoğunlukla ileri beslemeli sinir ağında bir giriş, bir gizli ve bir çıkış katmanı 

kullandığı gözlemlenmiştir. Benzer bir yapı bu çalışmada da kullanılmıştır. Giriş ve çıkış 

sayılarının değişebildiği ve bu sayı ile yapay sinir ağlarının sağlamlığı arasında belirli bir 

trendin olmadığı da fark edilmiştir. Başka bir deyişle, giriş veya çıkış sayısını artırma 

veya azaltma, bu ağların tahmin gücünü etkilemez. Literatürdeki seçilen çalışmaların hata 

ve korelasyon katsayıları (Çizelge 4.8'de belirtildiği gibi) test, eğitim ve doğrulama 

sonrası tam veri kümesi için geçerlidir. 

Önceki çalışmaların hata değerlerini bu çalışmada test edilen modellerle 

karşılaştırıldığında, model 1c'nin (58,28-61,49) karşılaştırmalı olarak daha yüksek bir 

hatası olduğu görülmüştür. Model 2c için ise tam tersi gözlemlendi; hata değeri (2,5 ila 

7,3x10-4), listelenen çalışmalardan önemli ölçüde daha düşük bulunmuştur. Korelasyon 

katsayısı için model 1c, tüm aşamalarda (LM veya EGY eğitim algoritmaları kullanılarak) 

tüm çalışmalara kıyasla daha yüksek bir korelasyona sahip olduğu tespit edilmiştir (0,985 

ila 0,993'e kadar). Bununla birlikte, model 1c'nin R değeri, çalışma 4c hariç, bahsedilen 

diğer çalışmalara oldukça yakın olduğu görülmüştür. Öte yandan, model 2c de tüm veri 

seti için daha yüksek bir R'ye sahipti, yani EGY kullanılarak 0,845 ve LM kullanılarak 

0,924 olduğu saptanmıştır. Bu değerler, çalışma 2c (0,659-0,712) ve çalışma 3c (0,710-

0,740) ile karşılaştırıldığında daha yüksek olduğu ve çalışma 1c'nin (0,840-0,985) 

aralığında bulunduğu görülmektedir. 

Her iki modelin de karşılaştırılabilir bir R'ye sahip olmasına rağmen, model 1c'nin çok 

yüksek bir hatası olduğu görülmektedir (61,486'ya kadar ulaşan). Yüksek hata, tahmin 

edilen ve gözlenen değerler arasındaki büyük farkı gösterir. Bu nedenle, model 1c, 

Doğancı Barajı’nın su kalitesi izlemesiyle daha uyumlu bulunmaktadır. 

Detaylı bir analiz sonrasında, su sıcaklığı, pH, alkalinlik ve çözünmüş oksijen gibi su 

kalitesi parametrelerinde meydana gelen değişikliklerin birlikte, barajdaki iz element 

konsantrasyonları üzerinde olumsuz etkileri olabileceği söylenebilir. 
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Çizelge 4.8. İBSA kullanımıyla barajın su kalitesi tahmininde geçmiş literatür özeti 

 
Çalışma Girdiler Çıktılar  İBSA Yapısı Korelasyon 

katsayısı 

Hatalar Referans 

Diğer 

Çalışma 

1c. 

Kalsiyum, magnezyum, 

sodyum, klorür, sülfat 

iyonları ve pH 

Toplam 

çözünmüş 

katılar 

Bir girdi, bir 

gizli ve bir 

çıktı katmanı 

0,840-0,985 0,011- 

0,019 

(Asadolla

hfardi vd., 

2017) 

Diğer 

Çalışma 

2c. 

Askıda katı madde, 

nitrojen, fosfor, 

kimyasal ve biyolojik 

oksijen ihtiyacı 

Askıda katı 

maddeler, 

toplam nitrojen 

ve toplam fosfor 

Bir girdi, bir 

gizli ve bir 

çıktı katmanı 

0,659-0,712 2,699-

3,120 

(Kang vd., 

2015) 

Diğer 

Çalışma 

3c. 

Klorofil-a, fosfat, nitrat-

nitrojen ve amonyum 

nitrojen 

Klorofil-a 

 

Bir girdi, bir 

gizli ve bir 

çıktı katmanı 

0,710-0,740 - (Park vd., 

2015) 

Diğer 

Çalışma 

4c. 

pH, iletkenlik, 

çözünmüş oksijen ve su 

sıcaklığı 

 

Oksitlenebilirlik 

ve toplam 

askıda katı 

madde 

Bir giriş, iki 

gizli ve bir 

çıkış katmanı 

0,994-0,998 0,097-

0,300 

(Vicente 

vd., 2012) 

Diğer 

Çalışma 

5c. 

Askıda katı madde, 

toplam nitrojen ve su 

sıcaklığı 

İletkenlik ve 

çözünmüş 

oksijen 

Bir girdi, bir 

gizli ve bir 

çıktı katmanı 

- 4,720-

6,460 

(Elhatip 

ve Kömür, 

2008) 

Diğer 

Çalışma 

6c. 

Fosfatlar, nitratlar, 

alkalinite, askıda katı 

madde, pH, su sıcaklığı, 

iletkenlik, çözünmüş 

oksijen ve seki derinliği 

Klorofil-a Bir girdi, bir 

gizli ve bir 

çıktı katmanı 

0,950 - (Karul 

vd., 2000) 

 

Son olarak, incelenen modeller için R ve OKH değerleri açısından hangi eğitim 

algoritmasının daha iyi performans gösterdiğini belirlemek için bir karşılaştırma 

yapılmıştır. Tam veri kümesi için incelenen modellerin korelasyon değerleri Levenberg-

Marquardt algoritması kullanılarak daha yüksek olduğu tespit edilmiştir (her iki model 

için de 0,9'un üzerinde). Model 1c'deki hata değeri, esnek geri yayılım algoritmasıyla 

daha düşük olduğu saptanmıştır. (58,28). Bununla birlikte, model 1c için hata değerleri 

(her iki eğitim algoritması kullanılarak) arasındaki fark büyük değil, yani yaklaşık üç 

birim olduğu görülmektedir. Daha önce belirtildiği gibi, model 2c, model 1c'den daha iyi 

performans göstermiş; model 2c'deki hatalar, LM algoritması kullanıldığında daha düşük 

olduğu sonucuna ulaşılmıştır. Verilen analiz için en iyi modeli (yani model 2c) düşünerek, 

R değeri daha yüksek olduğu (0,92) ve OKH değeri (2,5x10-4), modelleme için LM 

algoritması uygulandığında daha düşük olduğu saptanmıştır. Bu nedenle, analizden 

çıkarılan sonuca göre, Levenberg-Marquardt algoritmasının, su sıcaklığı, pH, alkalinite 

ve çözünmüş oksijen konsantrasyonunu girdi olarak kullanarak baraj su kalitesini 

(özellikle iz element konsantrasyonunu) belirlemede daha uygun olduğu söylenebilir. 
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5. SONUÇLAR  

 

Daha önce yapılan çalışmalarda yapay sinir ağları (YSA) kullanılmış ve kabul edilebilir 

sonuçlar elde edilmiştir. Benzer şekilde, bu çalışma için de oldukça faydalı olduğu 

kanıtlanmıştır. Bu çalışmada bir girdi, bir gizli ve bir çıktı katmanı olan ileri beslemeli 

sinir ağları kullanılmıştır.  

Araştırma, barajın su kalitesini değerlendirmede hangi iklimsel göstergenin daha önemli 

olduğunu belirlemiştir. Meteorolojik parametreler ve Doğancı Barajı’nın su kalitesi 

parametreleri arasındaki ilk modellemede, model 1a, test edilen diğer modeller arasında 

en iyi sonuçları, daha yüksek korelasyon ve en az hata verdiği görülmektedir. Bu modelde 

aylık ortalama hava sıcaklığı, aylık ortalama toplam günlük global güneş radyasyonu ve 

güneş yoğunluğu giriş olarak kullanılmış, Doğancı Barajı’nın aylık ortalama su sıcaklığı, 

pH ve aylık ortalama çözünmüş oksijen, arsenik, mangan ve demir konsantrasyonları çıktı 

olarak kullanılmıştır. Ayrıca, çalışmada yapılan modelleme için Levenberg-Marquardt 

eğitim algoritması, esnek geri yayılı eğitim algoritmasına göre daha iyi sonuçlar vermiştir.  

İklim değişikliği çevremizi olumsuz etkilemektedir. Ancak, özellikle meteorolojik 

parametrelerin değişiminin su bütçesi üzerindeki etkisi son derece önemlidir. İkinci 

modellemede, bu etkiler incelemiştir. Meteorolojik parametreler, Doğancı Barajı'nın 

hidrolojik özelliklerinin değişimi üzerindeki etkisini tahmin etmek için kullanılmıştır. 

Gerçekleştirilen modelleme çalışmasında, 30 yıllık meteorolojik ve hidrolojik 

parametrelere ait veriler kullanmıştır. Bu nedenle, analiz, hangi meteorolojik 

parametrenin bir barajın su bütçesi üzerinde uzun dönemli etkiye sahip olduğunu tahmin 

edebilmiştir. Bu modellemede, incelenen birinci modelin en iyi performansı gösterdiğini 

ortaya koymuştur. Yani, hava sıcaklığı, güneş radyasyonu, güneş yoğunluğu, buharlaşma 

ve evapotranspirasyon en doğru şekilde Doğancı Barajı’nın su hacmi, akış hızları ve su 

seviyesini tahmin etmektedir. Model 1b, Levenberg-Marquardt eğitim algoritması 

kullanılarak test edilen diğer modellere göre tüm veri seti için en düşük ortalama kare 

hatası (0,59) ve en yüksek R (0,99) değerine sahip olduğu sonucuna ulaşılmıştır. Analiz, 

korelasyon değerleri ve ortalama kare hatası üzerine dayanmaktadır. Ayrıca, esnek geri 

yayılım veya Levenberg-Marquardt eğitim algoritmalarının kullanılmasının analitik 

sonuçları istatistiksel olarak etkilemediği görülmüştür. Ancak, R ve OKH değerlerine 

görsel olarak bakıldığında, Levenberg-Marquardt algoritması esnek geri yayılım 
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algoritmasından daha iyi performans göstermektedir. Bu nedenle, bu çalışma, yapay sinir 

ağlarının hidrolojide tahminler için uygunluk ve verimliliğini ve barajların suyunun doğru 

şekilde simüle edebilecek meteorolojik parametreleri açıklamaktadır. 

Doğancı Barajı’nın su kalitesi parametreleri arasındaki üçüncü modelleme çalışmasında 

(model 2c), dört girişi (su sıcaklığı, pH, alkalinite ve çözünmüş oksijen konsantrasyonu), 

on gizli düğümü ve üç çıkışı (arsenik, mangan ve demir konsantrasyonları) olan model, 

tam veri kümesi için daha güçlü bir korelasyon katsayısına ve çok daha düşük bir ortalama 

kare hata değerine sahip olduğu görülmüştür. Ayrıca, verilen girdi değişkenleri 

kullanılarak barajın su kalitesini modellemek için Levenberg-Marquardt algoritmasının 

daha uygun olduğu ortaya çıkmıştır. Bu bulgular, Doğancı Barajı’ndaki iz element 

konsantrasyonunu etkileyen faktörleri belirlemede yardımcı olmuştur. Bu modellemenin 

bulguları, Doğancı Barajı’nın su kalitesini yönetme ve izleme konusunda sorumlu 

olanlara değerli olabilir. Su kalitesini iyileştirmek için planlar geliştirmelerine yardımcı 

olabilir. Genellikle barajlarda ötrofikasyon da bir sorundur, bu nedenle bu çalışma genel 

olarak hangi girdi parametrelerinin ötrofikasyona neden olduğunu belirlemek için de 

genişletilebilir. Bu çalışma, yapay sinir ağlarının baraj su kalitesi tahmin çalışmalarında 

kullanılması açısından uluslararası öneme sahiptir. 

Araştırma sorularının cevapları şunlardır: 

a) Doğancı Barajı'ndaki su kalitesi veya su bütçesi dinamiklerini etkileyen temel 

meteorolojik parametreler nelerdir? 

• Doğancı Barajı'nın su kalitesini en çok etkileyebilecek meteorolojik parametreler 

hava sıcaklığı, güneş radyasyonu ve güneş yoğunluğudur. Bu parametreler, su 

ekosisteminde önemli etkileri olan kritik faktörlerdir ve baraj suyu üzerindeki fiziksel 

ve kimyasal süreçleri etkileyerek su kalitesinde değişikliklere neden olabilirler. 

• Diğer taraftan, Doğancı Barajı'nın su bütçesini, yani su seviyesi, hacmi, gelen ve 

giden akışı etkileyebilecek meteorolojik parametreler hava sıcaklığı, güneş 

radyasyonu, güneş yoğunluğu, buharlaşma ve evapotranspirasyondur.  

b) Yapay sinir ağları, iklim değişikliğine yanıt olarak hidrolojik parametrelerdeki 

değişiklikleri doğru bir şekilde modelleyip tahmin edebilir mi? 

Tüm değerlendirmeler sonucunda elde edilen sinir ağı modellemelerinden elde edilen 

sonuçları karşılaştırdığımızda, hataların düşük olduğu ve elde edilen korelasyon 
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katsayılarının yüksek olduğu görülmüştür. Bu değerler aynı zamanda önceki çalışmalarla 

tutarlı olduğu ve yapay sinir ağlarının barajların hidrolojisi üzerindeki iklimsel etkileri 

tahmin etmek için sağlam sonuçlar sağladığını göstermektedir. Bu da YSA'nın bu tür 

tahminler için uygunluğunu göstermektedir. 

c) Farklı meteorolojik girdi kombinasyonları, yapay sinir ağı modellerinin 

barajlardaki hidrolojik değişiklikleri tahmin etme performansını nasıl etkiler? 

Doğancı Barajı’nın hidrolojisiyle ilgili olarak, tartışma bölümünde detaylı olarak 

belirtilen belirli meteorolojik parametrelerin seçilen çıktılarla uyumlu olduğu 

görülmüştür. Test edilen bazı modeller, gözlemlenen ve tahmin edilen değerler arasında 

çok daha yüksek bir korelasyon sağlamış ve daha az hata vermiştir. Bu modeller en iyi 

modeller olarak seçilmiştir. Dolayısıyla, seçilen meteorolojik parametrelerin sayısı 

önemli değildir, ancak bu parametrelerin kombinasyonu hidrolojik modelleme için 

önemlidir. Örneğin, Doğancı Barajı’nın su bütçesi veya su kalitesi tahminlerinde en iyi 

modellerde hava sıcaklığı, güneş radyasyonu ve güneş yoğunluğu gibi ortak meteorolojik 

parametrelerin bulunduğu görülmüştür. Bu durum, bu parametrelerin tahminler için 

faydalı olabileceğini göstermektedir. 

d) Yapay sinir ağları, Doğancı Barajı'nın farklı su kalitesi parametreleri arasında 

bir ilişki geliştirebilir mi? 

Daha önce tartışıldığı gibi, su sıcaklığı, pH, alkalinite ve çözünmüş oksijen 

konsantrasyonu gibi parametreleri girdi olarak alan yapay sinir ağı modelinde arsenik, 

mangan ve demir konsantrasyonları gibi çıktılar arasında güçlü bir korelasyon fark 

edilmiştir. Bu nedenle yapay sinir ağlarının Doğancı Barajı’nın su kalitesi parametreleri 

arasındaki ilişkiyi belirleme konusunda yetenekli olduğunu göstermektedir. Ayrıca iz 

element konsantrasyonlarını belirleme ve tahmin etme açısından YSA önemlidir ve bu 

tür çalışmalar daha fazla incelenmelidir. 

e) Doğancı Barajı'nın hidrolojik parametreleri için hangi eğitim algoritması, esnek 

geri yayılım mı yoksa Levenberg-Marquardt mı, daha doğru tahminler sunar?  

Yapılan tüm modellemeleri dikkate aldığımızda, R ve OKH değerlerini 

karşılaştırdığımızda Levenberg-Marquardt algoritmasının esnek geri yayılım eğitim 

algoritmasına göre daha etkili olduğu görülmüştür. 
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Genel olarak, meteorolojik verileri dikkate almak ve YSA modellerinden faydalanmak 

suretiyle, iklim değişikliğinin barajlardaki su kalitesi ve su bütçesi üzerindeki olumsuz 

etkilerini hafifletmek için bilinçli kararlar ve gerekli önlemler önceden alınabilir.  

Yapay sinir ağları, bir barajın su kalitesi parametreleri arasındaki ilişkiyi belirlemekte de 

yardımcı olmaktadır. Aynı durum, su bütçesi parametreleri için de geçerlidir. 

 

5.1. Öneriler 

 

a) Gelişmiş Veri Kullanılabilirliği ve Erişilebilirlik: Hükümet kurumları, araştırma 

kuruluşları ve yerel topluluklar da dahil olmak üzere paydaşlar arasında veri 

paylaşımını ve iş birliğini teşvik ederek yüksek kaliteli veri setlerinin erişilebilirliğini 

artırmak önemlidir. Bu, daha güçlü ve güvenilir YSA modellerinin geliştirilmesine 

katkıda bulunacaktır. 

b) Doğrulama ve Genelleme: Bağımsız veri setleri kullanılarak YSA modellerinin 

doğrulanması için ilave araştırmalar yapılmalıdır. Bu, modellerin genelleme 

yeteneğini ve güvenilirliğini değerlendirmeye yardımcı olacak ve genel olarak 

tahminleri iyileştirecektir. 

c) Diğer tahminler: Gerçekçi bir senaryo olarak hava sıcaklığının 2℃ arttığı durumu 

varsayarak, Doğancı Barajı'nın su kalitesi ve su miktarı parametrelerinin tahmin 

edildiği başka bir çalışma yapılabilir. 

d) Farklı Araçların Entegrasyonu: Risk değerlendirme aracı, iklim değişikliğinin veya 

diğer herhangi bir dış faktörün su kaynağı parametreleri üzerindeki etkilerini daha iyi 

anlamak için yapay zekâ araçlarıyla entegre edilebilir. Bu, barajlar dahil olmak üzere 

su kaynakları için uygun bir yönetim sistemin geliştirilmesinde de faydalı olabilir. 

e) Bu yüksek lisans tezi çalışmasında elde edilen bulgulara göre, ANOVA yapılması 

lazım. ANOVA, karşılaştırmalar için faydalı olan iki farklı grup arasındaki 

istatistiksel olarak önemli farkları belirlemede önemli bilgiler sağlamaktadır. 

f) Bu yüksek lisans tezi çalışmasındaki bulgulara göre farklı eğitim algoritmaları 

(gradiyent inişi, konjugat gradiyent ve/veya Quasi-Newton) ve farklı model yapıları 

kullanılarak modellemenin geliştirilmesi önerilebilir. Bu tezde yalnızca ileri 

beslemeli sinir ağı test edilmiştir. Başka bir çalışma, geri beslemeli sinir ağı 

kullanılarak yapılabilir ve elde edilen sonuçlar bu iki sinir ağı için karşılaştırılabilir. 
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g) İklim değişikliğini gösteren farklı meteorolojik parametreler ile farklı su kalitesi 

parametreleri arasındaki ilişkilerin denenmesi de faydalı olacaktır.  
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