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OZET

Yiksek Lisans Tezi
KUMELEME ALGORITMALARININ CPU VE GPU PERFORMANSLARININ ANALIZI
Melek GULER MANAV

Bursa Uludag Universitesi
Fen Bilimleri Enstitiisii
Bilgisayar Miihendisligi Anabilim Dal1

Damsman: Dog. Dr. Metin BILGIN

Teknolojinin ilerlemesi, teknolojideki rekabeti her gecen giin artirmaktadir. Teknolojide ilerleme
artarken miisterileri ve kullanicilart memnun etmek gii¢lesmektedir. Cesitli teknolojik aygitlar
sebebiyle iiretilen veri miktar1 artmakta bu da firmalarin eldeki verileri analiz etmeleri i¢in farkl
metotlara yonelmelerine sebebiyet vermektedir. Giiniimiiz diinyasinda verilerin analiz edilmesi
ve yorumlanmasi ¢ok 6nemli oldugundan bu islemi elle yapmak yerine makinelere yaptirma
geregi ve ihtiyact dogmustur. Eldeki verilerin etiketlerinin bilinmedigi durumlarda bunlar1 analiz
edebilmek adma kiimeleme algoritmalarindan yararlaniimaktadir. Kiimeleme algoritmalar
verileri gruplara ayirmaktadir ve bu sayede verilerin analiz edilmesi, yorumlanmasi kolay hale

getirilmektedir.

Bu tez caligmasinda, mevcutta kullanilan bes farkli kiimeleme algoritmasinin CPU ve GPU
iizerindeki performanslar1 arastirilmis ve bunlar1 tespit etmeye yonelik deneysel caligmalar
gerceklestirilmigtir. Kiimeleme algoritmalarinin performanslarint 6lgebilmek adina yapilan
deneysel caligmalarda e-postalardan olusan Enron veri kiimesi kullanilmistir. Calismada
kiimeleme algoritmalar1 olarak; model bazli Cobweb, yogunluk bazli Dbscan, grid bazli Clique,
boliimlemeli K-Means, hiyerarsik olarak ise Birch algoritmalari secilmistir. Deneysel ¢caligmalar
icin gerekli ortam Python dilinde Google Colab iizerinde gergeklestirilmistir. Deneysel ¢alisma

sonuglar1 grafikler ve tablolar ile ifade edilerek analiz sonuglar1 sunulmustur.

Anahtar Kelimeler: GPU, CPU, Makine Ogrenmesi, Kiimeleme Algoritmalari



ABSTRACT

MSc Thesis

ANALYSIS OF CPU AND GPU PERFORMANCES OF CLUSTERING ALGORITHMS
Melek GULER MANAV

Bursa Uludag University
Department of Computer Science

Supervisor: Assoc. Prof. Metin BILGIN

The advancement of technology increases the competition in technology area day by day. As
technology advances, it becomes more difficult to satisfy customers and users. The amount of
data produced with the help of various technological devices is increasing, which causes
companies to turn to different methods to analyze the data at hand. Since the analysis and
interpretation of data is very important in today's world, the need and need to have this process
done by machines has arisen instead of doing it manually. In cases where the labels of the
available data are not known, clustering algorithms can be used to analyze them. With the help
of clustering algorithms, the data can be grouped and made easier to analyze and interpret on this

occasion.

In this thesis, the performances of five different clustering algorithms currently used on CPU
and GPU were investigated and experimental studies were carried out to detect them. In order to
measure the performance of clustering algorithms, a dataset consisting of e-mails that name is
Enron was used in experimental studies. As clustering algorithms in the study; model based
Cobweb, density based Dbscan, grid based Clique, segmented K-Means, hierarchical Birch were
selected. The necessary environment for the experimental studies was carried out on Google
Colab in Python language. Experimental study results are expressed with graphs and tables, and

analysis results are presented.

Key words: GPU, CPU, Machine Learning, Classification Algorithms
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Aciklama

: Transmission Control Protocol

: Mobile World Congress

: Device to Device

: Document Object Model
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1. GIRIS

Biiyiik firmalarda veri boyutu fazla olmaktadir, bu noktada verileri gruplandirmak yani
kiimelemek hiz agisindan en 6nemli adimlardan biri haline gelmektedir. Kullanici
verilerini  kiimelemek kullanicilarin isteklerine hizli cevap vermede en Onemli
adimlardandir. Daha iyi kiimeleme kararlari, kisa zamanda daha ¢ok kullaniciya hizmet
edebilmeyi saglayacagindan daha fazla kullanici memnuniyeti saglayacaktir. Fakat
firmalarin bir yandan da kendi performanslarmi g6z Onilinde bulundurmalar

gerekmektedir.

Kiimeleme yontemleri icin pek g¢ok farkli algoritma yazilmis denenmis ve basarili
sonuglar alinmistir. Ornegin bir galeri sahibi miisterilerinin profillerini, miisterilerin
yagslari, gelir durumlari dolayisiyla gider durumlari ile otomobillere bakis agis1 arasinda
bir fark olup olmadigini belirlemek istemistir. Aragtirmanin sonucunda otomobillerle en
cok ilgilenen hedef kitlesini tespit edebilecek ve miisteri memnuniyetini saglamaya
yonelik hizmetlerini farklilagtiracaktir (Alhami 2009). Bu noktada kiimeleme

algoritmalar1 devreye girmektedir.

Bu calismada amag, firmalarin dikkate almasi gereken en Onemli Olgiitlerin
saptanmasinda kiimeleme analizi algoritmalarinin  uygun bir yOntem olarak
kullanilabilecegini gostermektir. Calismada, Enron firmasindaki kullanicilar1 yaslarina,
yillik gelir ve yillik giderlerine gore kiimeleme yapilmaktadir. Bu islemi yaparken
kiimeleme algoritmalarinin bes yonteminden bir algoritma segilip kullanilarak
dogrulugun arttirilmas1 amaglanmis ve CPU ve GPU ortamlarinda hiz karsilastirmasi
yapilarak elde edilen sonuglar sunulmustur. Bu caligma, literatiirde sik¢a duyulan miisteri
segmentasyonu uygulamalarinda bir yontem olarak kullanilabilir. Ayrica kullanicilar

daha iyi tanima ve buna gore reklamlar sunma gibi alanlarda da kullanilabilir.



Calisma, kiimeleme algoritmalarinin CPU ve GPU ortamlarinda hiz olarak karsilastirildigi ve
yorumlandigr boliimlerle devam etmektedir. Calismanin bulgular1 performans agisindan

degerlendirilerek tez ¢aligmasi sona erdirilmistir.



2. KURAMSAL TEMELLER ve KAYNAK ARASTIRMASI

Kiimeleme veya kiimeleme analizi, denetimsiz bir 6grenme bi¢imidir. Kullanicilarin
davranis bigimleri veya yaslari, harcama aligkanliklari, maaslari, harcama miktarlar
kiimeleme yontemiyle gruplandirilabilmektedir. Son zamanlarda miisteri segmentasyonu
uygulamalar aktif yapilmaya baslanmigtir. Yontem olarak da kiimeleme algoritmalari

kullanilmaktadir

Aralarindan se¢im yapabileceginiz bir¢cok kiimeleme algoritmasi vardir ve tiim durumlar

icin tek bir en iyi kiimeleme algoritmas1 yoktur.

1970 yilinin baslarinda verilerde verimliligi artirmak i¢in g¢esitli calismalara baglanmistir.
1990 yilindan itibaren kiimeleme algoritmalart hakkinda ¢ok farkli makaleler, uygulamalar
ortaya konmaya baslanmistir. Ornegin “Algorithms for Clustering Data” (Jain&Dubes,
1998) kiimeleme algoritmalar1 hakkinda yazilmis detayli makaleler arasindadir ( Akin

2008).

Sertbas ve Cetinkaya CPU ve GPU mimarileri iizerinde uygulanan Derin Ogrenme
Algoritmalarinin deneysel performans analizini ger¢eklestirmislerdir. Calismada CPU’lar
derin 6grenme algoritmalarinda CPU’lardan daha hizli ve basarili sonuglar vermistir.
Ogrenme asamasindaki en Onemli kriter veri seti biiyiikliigii ve islem siiresi olarak
kaydedilmistir. Calisma sonuglar1 CPU ve GPU sistemlerinin performans agisindan 6nemli
farklar ortaya koyarak gelecekte farkli alanlarda da kullanilmasi agisindan 6nem

tagimaktadir (Sertbas, Cetinkaya 2021).

Ogiit ve Egemen tarafindan Makine Ogrenmesi ve Derin Ogrenme algoritmalarinda CPU
ve GPU tabanli hizlandirma tekniklerinin karsilagtirilmasi tez c¢alismasi yapilmistir.
Calismada donanimsal farkliliklar ¢calismaya eklenmistir. Nvidia firmasinin GPU Cuda
Platformu kullanildiginda normal GPU ortam hizina goére 9 kat hiz artis1 saglanmistir. Bu
calisma GPU’larin CPU’lardan hizli ¢alistiginin yaninda, donanim degistik¢e alinan

sonuglarin degistigini ongdrmiistiir(Ogiit, Egemen 2019).

Shrivista ve meslektaslar1 ise Yapay Zeka ile kodladiklar1 yeni algoritmanin GPU’lardan
daha 1yi performans ortaya koydugunu deneysel olarak acgiklamislardir. Arastirmaya gore,
200 milyon parametreli bir sinir agini egitirken NVIDIA GPU’ da optimize edilmis
Tensorflow uygulamast denenmistir. Birde sinir aglarmi egitmek i¢in Lsh Yapay Zeka

algoritmas1 denenmistir. Algoritma performans1 GPU hizin1 gegmistir. 2.55 kat daha hizli
3



calismistir. Bu ¢alisma secilen algoritmanin olumlu etkisini ortaya koymustur.(Sekerciogl

2021).

Kiimeleme, eldeki verilerin hangileri daha yakin, hangileri daha benzerdir mantigina
dayanmaktadir. Kiimeleme de elde etiketsiz veriler vardir ve birbirine yakin 6zellikteki
verileri ayn1 grupta toplamaktadir .Kiimeleme, kiimeleme sonuclarinin etiketli verilerle

karsilastirma sansi olmadigindan denetimsiz 6grenme olarak kabul edilmistir.

Kiimeleme algoritmalarindan olan K-Means algoritmasi, 1957 yilinda Cox tarafindan
ortaya atilmistir; 1967 yilinda MacQueen tarafindan K-Means adi verilmistir. K-Means
literatiirde GPU ile performansinin gelistirilmesi i¢in {izerinde en fazla ¢alisilan kiimeleme

algoritmasidir(MacQueen 1967).

Hall & Hart kiimeleme algortimasint GPU ile hizlandirmak i¢in ilk deneysel calismay1
yapmiglardir. Deneysel ¢alismalarini yaptiklar1 zamanlarda GPU veri doku iinitelerinde
saklanmakta idi. Bu durum ayn1 anda kisith sayida verinin hesaplanmasina izin veriyordu.
Dolayisiyla veri ve boyut sayisinda kisitlamalar ¢ok Onemli bir sorundu. Yaptiklari
caligmalarda GPU ve CPU uygulamasina gore 1.5 ile 3 kat hiz saglayabilmistir( Hall ,Hart
2009).

GPU bellek yapisindan daha fazla yarar saglamak isteyen B6hm ve arkadaslar
caligmalarinda saklayicilar da kullanmislardir. Yazarlarin bu metodu GPU ortamlarinin
cok daha hizli caligmasini saglamistir.Bu ¢alisma ayni zamanda iyi bellek yapisina sahip
olmayan ortamlarinda saklayicilar sayesinde ne kadar kazang getirdigini

gostermistir(Béhm 2009).

Espenshade ve arkadaslar1 ¢galismalarinda K-Means algoritmasinin GPU ile hizlandirilmis
bir uygulamasini Tesla mimarisinden yararlanarak sunmuslardir. K-Means algoritmasinda
kiimeleri bulaniklastirmiglardir. Veri seti i¢in en iyi k degerini bulmak i¢in k-medoids
algoritmasina entegre edilmistir. GPU uygulamasi, CPU versiyonuna gore 7 kata kadar

hizlanma saglamistir(Espenshade ve arkadaslar1 2009).

2.1. Makine Ogrenmesi



Makine 6grenmesi algoritmalar1 eldeki verileri kullanarak en iyi modeli olusturmaya
caligirlar. Yeni veriler geldiginde dnceki verilerle olusturulan modeli kullanarak yeni
gelen verileri analiz etmeye calisirlar. Eldeki verilerin islenerek icerisinden anlamli ve
kullanisli bilgilerin olusturulmasma veri madenciligi denilmektedir (Centik 2013).
Elimizdeki verilerin smiflariin ya da etiketlerinin verilmedigi ya da bilinmedigi
durumlarda, veriler igerisinde birbirine benzer olanlarin gruplandirilarak olusturdugu
sekle kiimeleme ad1 verilmektedir . (Amasyali1 2008). Her kiime arasinda maksimum sinif
ici benzerlik ve minimum diger kiimeler aras1 benzerligi vardir. Bu nedenle kiimeleme
teknigi, etiketlenmemis veya gruplandirilmamis veriler i¢in uygulanir. Kiimeler
arasindaki benzerlik metrigini artirmak i¢in 6znitelik tanimlanmalidir. Kiime 6zellikleri,
bir kiimeyi digerinden ayiran profilleri tanimlamaktadir. Iyi kiimeleme tekniginin
performansi, gizlenen kaliplar1 tanimlayabilme ve maksimum sinif i¢i benzerlik iiretme
ve diger nesneler arasindaki smiflar arasi benzerligi azaltma yetenegi ile Olciiliir.
Hiyerarsik yontemler, verilerin alt kiimelerine ayrilmasiyla bir dendrogram olusturur.
Yogunluga dayali yontemler, veri alaninda bulunan ve diisiik yogunluklu giiriiltii
bolgeleriyle birbirinden ayrilan yogun bdlgeleri bulur (Sekil 2.1). Calismamizda mail

veri seti olan Enron veri seti ile ¢alisiimistir.

a bo O

Sekil 2.1 : Veri madenciligi kiimeleme gosterimi ( Alsmadi, Alhami 2009)

2.2. Kiimeleme Algoritmalari



Kiimeleme etiketsiz veriler iizerinde denetimsiz olarak gruplama saglar. Her kiime arasinda
maksimum smif i¢i benzerlik ve minimum kiimeler arast benzerligi vardir. Bu nedenle
kiimeleme teknigi, etiketlenmemis veya gruplandirilmamas bir veri kiimesi arasindaki i¢sel
gruplandirmay1 tanimlamak i¢in uygulanir. Bu teknik, smiflar  bilinmediginde ve
siniflandirmada kullanildig1 gibi sinif etiketli 6rnekleri analiz etmediginde kullanilabilir.
Kiime 6zellikleri, bir kiimeyi digerinden ayiran profilleri tanimlamak i¢in analiz edilebilir.
Iyi kiimeleme tekniginin performansi, gizlenen kaliplar1 tanimlayabilme ve maksimum
sinif i¢i benzerlik iiretme ve diger nesneler arasindaki siniflar arasi benzerligi azaltma

yetenegi ile ol¢iiliir.

Kiimelemede benimsenen teknikler hiyerarsik yontemler, bdliimleme yontemlersi,
yogunluga dayali yontemler, Grid Bazli yontemler ve Model Bazli yontemler olmak tizere
bes yonteme ayrilir (Cizelge 1.1). Boliimleme yontemi, mesafe fonksiyonuna gére her bir
kiimeyi optimize edebilen kiimeleri belirlemek i¢in kullanilabilir. Hiyerarsik yontemler,
veri tabaninin ayrismasiyla bir dendrogram olusturur. Yogunluga dayali yontemler, veri
alaninda bulunan ve diisiik yogunluklu giiriiltii bolgeleriyle birbirinden ayrilan yogun
bolgeleri bulur. Hiyerarsik yontemler, iistte tek bir veya tiimii dahil kiime ve tek tek
noktalarin altindan tek bir kiime kiimesi kullanarak i¢ ice ge¢mis bir kiime dizisi olusturur.
Yukaridan asagiya dogru olusturulan hiyerarsi veya asagidan yukariya sekilde ve asiri
uclara kadar uzatilmaz. Istenilen sayida kiime elde edildiginde, birlestirme veya bdlme
islemi durdurulur. Bu yaklasimda karsilasilan ana dezavantaj, birlestirme veya bolme
yapildiktan sonra geri doniisiimlii olmamasidir. Bu hiyerarsik teknigi kullanarak
gelistirilen bir¢ok algoritma vardir, bunlardan bazilar1 asagida listelenmistir. Cure iki yeni
fikir kullanan asagidan yukaritya dogru bir yontemdir. Ilk olarak, kiimeler merkezcil

icermeyen sabit sayida iyi dagilmis nokta kullanilarak olusturulur.

Cizelge 1.1: Kiimeleme Algoritmalari (Anonim 2020d’den degistirilerek alinmistir)



Yogunluk

Boliimlemeli Hiyerarsik Grid Bazh Model Bazl
Bazl

1. K-Means 1. Birch 1. Dbscan 1.Wave-Cluster 1.Em

2. K-medoids 2. Cure 2. Optics 2. Sting 2. Cobweb

3. K-modes 3. Rock 3. Dbclasd 3. Clique 3. Classit

4. Pam 4. Chameleon 4. Denglue 4. OptiGrid 4. SOMs

5. Clarans

6. Clara

7. Fem

2.3. Google Colapse Kullanimi

Google Colab (Google Colaboratory), derin 6grenme projeleri iizerinde c¢alisanlar igin
bulut tabanli, ortak ¢alismaya dayali bir programlama ortamidir. 2017 yilinda Google
tarafindan piyasaya siiriilmiistiir. Bulut hesabindan entegre olduktan sonra kod gelistirme

ortamlarinda ¢alisma yapilabilmektedir.

Google Colab ortaminda CPU ve GPU ortamlar1 arasinda gegis yapilabilerek istenilen
ortamda c¢alisilabilmektedir. Colab ortaminda Not defteri ayarlarinda basit bir yontem ile

iki ortam arasinda gecis yapilabilmektedir (Sekil 2.2).

Not defteri ayarlari

Donanim hizlandirier

Mone b @

cPU aydederken kod hicresi cikisimi dahil
TPU

iptal Kaydet

Sekil 2.2: Google Colapse GPU ve CPU ayari

Colabda yapilan calismalar ve kodlamalar Google Drive’da saklanmaktadir. Kodlar hesaba

yonelik olan sanal makinede c¢alistirilmaktadir. Colab ortaminda istenilen kiitiiphaneler
7



kolaylikla indirilebilmektedir.

Colab ortaminda calisma zamani istenilen zaman birimi cinsinden ekranin altinda kod

blogu aracilig ile listelenmektedir.



3. MATERYAL ve YONTEM

Bu boéliimde, calismada kullanilan veri kiimesi ve bes farkli kiimeleme algoritmast ile ilgili
bilgiler sunulacaktir. Calismada kullanilan algoritmalarindan ilki olan K-Means , veri
madenciligi yonteminde en ¢ok kullanilan algoritmadur. Ikinci kullamilan algoritma olan
Dbscan ise hizli olmasi nedeniyle popiiler hale gelmistir. Ugiincii kullanilan algoritma,
kiimeleme i¢in gerekli bilgiyi yakalama amaciyla bir aga¢ olusturan Birch algoritmasidir.
Kullanilan bir diger algoritma yogunluga gore kiimeleme yapan Clique algoritmasidir. Ve
son olarak bir karar agac1 mantigiyla ¢alisan Cobweb algoritmasidir. Bu tezde, Python’da
en iyi kiimeleme algoritmalarinin nasil kullanilacagi, performanslari, hangi durumda hangi
algoritmanin daha hizli ve kullanish oldugu tespit edilecektir. Bir¢ok farkli kiimeleme

algoritmasi vardir ve tiim veri kiimeleri i¢in tek bir en iyi kiimeleme algoritmas1 yoktur.

3.1. Veri seti

Bu calismada Enron mail veri seti kullanilmistir. Bu veri seti Enron sirketinde ait 150
kullanici bilgilerini igermektedir. 0.5 milyon mail barindirmaktadir. Sirket iflas ettikten

sonra bilime yararli olmasi agisindan veri seti seklinde veriler topluma sunulmustur

(Cizelge 3.1).

Cizelge 3.1. Enron Veri Seti Goriintiileme

Miisteri Cinsiyet Yas Yillik Gelir Yilhk
No $-Sapma Gider$-
Sapma

1 Kadin 24 22 23

2 Erkek 26 25 34

3 Erkek 29 34 45

4 Kadin 22 42 56

5 Kadin 31 12 23

6 Erkek 34 56 25

7 Kadin 23 34 37

8 Kadin 25 67 56

9 Kadin 27 56 67

10 Erkek 23 23 34



3.2. Kullanilan Kiimeleme Algoritmalar:

Calismada kullanilan kiimeleme algoritmalarinin detayli agiklamalar1 ve Colab tizerinde

caligtirilmis ekran goriintiileri ve performans sonuglari paylasilacaktir.

3.2.1. K-Means Algoritmasi

K-Means tiim metrik uzaylarda yaygin olarak kullanilan en popililer kiimeleme
algoritmasidir. Baslangicta k kiime merkezinin se¢imi rastgele yapilir; Daha sonra tim
noktalar1 en yakin merkez noktalarina yeniden atar ve yeni bir araya getirilen gruplar i¢in
merkez noktalarini yeniden hesaplar. Bu yinelemeli yer degistirme, kriter fonksiyonu
birbirine yakinsayana kadar gerceklestirilir. Bazilar1 merkezlerden etkilendiginden, K-
ortalamalar1 aykir1 degerlere ve giiriiltiiye karsi oldukca hassastir. Bu algoritmanin ana
avantaji, karesel hata fonksiyonu kullanildiginda bir amag¢ fonksiyonunu minimize

etmesidir. K-Means algoritmasi asagidaki sekilde caligmaktadir (Sekil 3.1).

e  Oncelikle bir k kiime sayis1 secilmelidir.

e K kiime sayis1 se¢ilmeden once rastgele k kiime olusturulur ve kiime merkezleri
belirlenir.

e Her nokta en yakim kiime merkezine atanir, yeni kiime merkezleri tekrar
hesaplanir.

e Enuygun k degeri bulunana kadar dnceki iki adim tekrarlanir.
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Sekil 3.1: Basit bir K-Means 6rnegi ( Maskell 2015)
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K-Means algoritmas1 avantajlara, dezavantajlara sahiptir (Cizelge 3.2).

Cizelge 3.2: K-Means avantaj ve dezavantajlart (Menzell 2017°den degistirilerek alinmigtir)

Avantajlari

Dezavantajlari

1. En yaygin kullanilan ve kolay
uygulanan algoritmadir.

2. Hesaplamali olarak daha hizli
yontemlere sahiptir.

3. Olgeklenebilirdir.

4. Diisiik boyutlu veriler i¢in daha
hizhdir.

5. Siki kiimeler {iretir.

6. Veri biiylikse daha fazla alt kiime
bulunur.

7. Kiime numaras1 belirtilir.

8. Yalnizca iyi sekillendirilmis
kiimeler i¢in ¢calismaktadir.

9. Sabit sayida kiime yapilabilir.

10. K nin kag¢ olmasini tahmin etmek

islem gerektirir.

1. Uretilen kiimelerin kalitesini
karsilagtirmanin zorlugu.

2. K degerini tahmin etme zorlugu.

3. Farkli boyut ve yogunlukta kiiresel
olmayan veriler olusabilir.

6. Aykir1 degerleri ve giiriiltiiyii
tanimlayamiyor.

7. Merkez kavramina sahip verilerle

sinirhdir (merkez).

11
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Sekil 3.2: K-Means ile olugsmus kiimeler

K-Means kiimeleme algoritmasi en ¢ok kullanilan ve en ¢ok tlizerinde ¢alisilmig kiimeleme
algoritmasidir. K-Means algoritmasinda algoritmaya verilen k degeri kiime sayisidir.
Kiimeleri belirlerken kiim merkezlerininde belirlenmesi gerekmektedir. Kiime
merkezlerinin belirlenmesi bazen sorun olmaktadir.Calisma icerisinde K-Means ile
olusmus kiimeler renklendirilmistir (Sekil 3.2). Asagida K-Means kiimeleme yonteminde
algoritmaya verilen k degerinin en uygunu bulmak icin kullanilan elbow yontemi de

anlatilmigtir.

K-Means algoritmasinda bir k degeri secilmesi gereklidir. K kiime sayis1 kag olursa daha
hizl1 olur bunu bulmak i¢in en iyi yontem elbow yontemidir. Bunun i¢in tiim k degerleri
icin Once hesaplama yapilmaktadir. Bu sonuglar grafige aktarildiginda grafikte dirsek

seklinde kirilma olan en diisiik deger k degeri olarak se¢ilmektedir (Sekil 3.3).

12
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Sekil 3.3: Elbow yontemi (Guven 2019)

Yukaridaki grafige baktigimizda 9 k degeri i¢in yapilan hesaplamalarda k=3 olduktan sonra dirsek
sekli olusmustur. Dolayisiyla k degeri 3 olarak secilmistir. K-Means algoritmasi kullanimi kolay
dogruluk orani yiiksek bir algoritmadir fakat k degerini hesaplamak i¢in zaman kaybi

yasanabilmektedir.
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3.2.2. Dbscan Algoritmasi

Bir kiimenin elemanlari, iist iiste binen komsuluga sahip ¢ekirdek nesneler kullanilarak
olusturulur ve diger nesneler giiriiltii olarak kabul edilir. Bu algoritma, aykir1 degerleri
dogru bir sekilde kaldirmasi gerektiginde ve giris verilerinin sirasi daha karmasik
oldugunda uygulanabilir. Bu algoritma, giris parametrelerine karsi ¢ok hassastir ve veri
kiimesinde bulunan yiiksek boyutlu uzaylari pargalara ayirir. Bu algoritmanin avantaj ve

dezavantajlar1 agsagida tablolastirilmistir (Cizelge 3.3).

Cizelge 3.3: Dbscan Avantaj ve Dezavantajlar1 (Alsmadi 2009°dan degistirilerek

alinmistir. )

Avantajlar Dezavantajlarn
Dbscan, MinPts kullanarak Dbscan, biiyiik veri ile iyi performans
rastgele sekillendirilmis gosteremez.
kiimeleri bulabilir. Calismamizda biiyiik veri ile calismadigimiz

icin Dbscan en i1yi performansi gosterecektir.

Bu calismada Dbscan ile kiimelenmis veriler renklendirilmistir ve grafiksel

gosterilmistir (Sekil 3.4).
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Sekil 3.4 : Dbscan ile kiimelenmis veriler

3.2.3. Birch Algoritmasi

Hiyerarsik Kiimeleme alt kiimelere ayirma ydntemine dayanir. Ornegin bitkiler kiimelere
ayirildiginda 6nce yesil yapraklilar sonra yesil yapraklilar isimleri ile alt kiimelere ayrilmaktadir.
Bu sekilde dendogram grafikleri de olusturabilmektedir. Avantajlari kullanimi kolaydir bir k se¢imi
yapilmadig i¢in hiz1 da gayet iyidir. Alt kiimelere ayirarak kiimeleme yontemini gostermektedir.

Birch algoritmasinin genel yapisi1 asagidaki 6rnekte sekilsel 6rneklenmistir (Sekil 3.5).
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Sekil 3.5. Birch Algoritmas1 genel yapisi (Thamizharasi 2013’den  degistirilerek
alimustir. )

Birch kiimeleme algoritmasinda, benzer nesneleri kiime adi verilen gruplar halinde
gruplandirir. Iki tiir hiyerarsik kiimeleme algoritmasi vardir. Asagidan yukariya yaklasim:
Birgok kiiciik kiimeyle baslar ve daha biiyiik kiimeler olusturmak icin bunlar1 birlestirir.
Yukaridan asagiya yaklagim: Daha kii¢iik kiimelere bolmek yerine tek bir kiimeyle baslar.
Gruplama gegmisini gorsellestirmek ve optimal kiime sayisin1 bulmak i¢in bir dendrogram
kullanilabilir. Diger kiimelerin higbiriyle kesismeyen en biiyiik dikey mesafeyi belirlenir.
Her iki ucta da yatay bir ¢izgi ¢izilir. Optimal kiime sayisi, yatay ¢izgiden gecen dikey
cizgilerin sayisina esittir. Asagidan yukariya yaklasim veya aglomeratif kiimeleme olarak
da bilinir. Bu kiimeleme algoritmasi, kiime sayisin1 6nceden belirlememizi gerektirmez.
Asagidan yukariya algoritmalar, baslangigta her veriyi tek bir kiime olarak ele alir ve
ardindan tiim kiimeler, tiim verileri igeren tek bir kiimede birlestirilene kadar kiime
ciftlerini art arda kiimeler. Ayrica Birch algoritmasi her alt katmani i¢in hangi kiimeye ait
oldugunu bulmak i¢in CF degeri hesaplar. CF degerini bulmak i¢in dallanma katsay1s1 yani
agacta en fazla kag veri olacagini belirten degerdir. Esik degeri ise her bir alt yaprakta ¢capin
en fazla ne kadar olacagim1 gosteren degerdir. Bu hesaplamalarla Birch algoritmasi

yerlesimlerini yani kiimelemelerini yapmaktadir.

16



Bu calisma esnasinda veriler yasa ve yillik gelire gore Birch algoritmasi ile Colab

ortaminda kiimelenerek grafiksel olarak gosterilmistir (Sekil 3.6).
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Sekil 3.6 : Birch kiimeleme

3.2.4.Clique Algoritmasi

Clique, sting ile birlikte 6rnekleme tekniklerini kullanmaktadir. Kiimeleme islemi, her diigiimiin
bir k-medoid kiimesi olan olas1 bir ¢6ziim verdigi bir grafigin aranmasiyla baslar. Bir medoid
degistirildikten sonra elde edilen sonug, mevcut kiimelemenin komsusu olarak bilinmektedir.
Clique, bir diigim segerek ve onu yerel bir minimum arayan kullanici tanimli sayida komsuyla
karsilastirarak calismaktadir. Miikkemmel bir komsu bulunamazsa islem bastan tekrarlanir; aksi
takdirde mevcut kiimeleme yerel bir optimum olarak kabul edilmektedir. Yerel optimum
belirlendiginde, rastgele yeni bir diigiim segilerek baslar ve yeniden yeni bir yerel optimum

aranir.
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Sekil 3.7: Clique ile kiimelenmis veriler (Fox 2017)

Clique algoritmasi ile Enron veri setindeki kullanicilar yillik gelir ve yillik giderlerine gore

kiimelendiginde olusan grafik sonucu asagida verilmistir (Sekil 3.8).
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Sekil 3.8 : Clique ile yillik gelir ve yillik gidere gore kiimeleme

Bir olgu hakkinda daha derin bir anlayigsa sahip olmak istediginde, bunlar1 gruplara ayirarak
gruplandirma kiimeleme yaklasimlarindan biridir. ilk olarak, mevcut medoidler olarak veri
kiimesindeki k nesneyi rastgele segmektedir. Daha sonra rasgele bir mevcut orta boy x ve mevcut
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orta boylardan biri olmayan bir nesne y se¢cmektedir. Secilen x ve y sonucu Clique kiimeleme

algoritmasi gerceklesmektedir. Istenilen kiimeleme yapilmis olmaktadir.

3.2.5.Cobweb Algoritmasi

Cobweb, model bazli kiimelemede artimli sistem kavramini kullanmaktadir. Her bir nodiil,
olasilik yaklasimi kullanan bir sinifi temsil eder ve nesne siniflandirmasini ve nodiildeki her bir
nitelige karsilik gelen degeri 6zetler. Bu aga¢ olusumu, yeni nesnenin yanlis yerlestirilmis
niteliklerini ve degerlerini tanimlamaya yardimci olmaktadir. Bu teknik, agacin yapisini ve
verimliligini gdzlemlemek i¢in sinif verimliligi olarak da adlandirilan sorgulayici tahmin
Olglistinii  kullanmaktadir. Cobweb, kavramsal Ogrenmenin popiiler basit bir ydntemidir.
Smiflandirma agaci seklinde hiyerarsik bir kiimeleme olusturur. Her diiglim bir kavrama atifta
bulunur ve bu kavramin olasiliksal bir tanimini igerir. Cobweb algoritmasi ile Enron veri setindeki
kullanicilar yillik gelir ve yillik giderlerine gore kiimelendiginde olusan grafik sonucu asagida

verilmigtir (Sekil 3.9).
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Sekil 3.9 : Cobweb ile kiimelenmis veriler
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4. BULGULAR

Bu boliimde, kodlanan ve ¢aligtirilan bes farkli kiimeleme algoritmasina ait bilgiler ve
elde edilen sonuglar sunulmustur. Gergeklestirilen karsilagtirmalarin amaci hangi
kiimeleme algoritmasinin performansinin daha iyi oldugunu ve hangi durumlarda tercih
edilmesi gerektigini gostermektedir. Kiimeleme algoritmalar1 ¢alismalar1 grafiksel
Sonuglar1 ve Performanslari goriintiilenecektir. Bilinen ¢esitli kiimeleme algoritmalari,
uygulamalari, avantajlar1 ve dezavantajlar1 incelenmistir. Ayrica Enron mail veri seti
kullanilarak baz1 kiimeleme algoritmalarimin GPU ve CPU’da performans

degerlendirmesine odaklanilmistir (Cizelge 4.1, Cizelge 4.2).

Cizelge 4.1 : Enron veri seti verileri gorilintiileme

Miisteri No Cinsiyet Yas Yillik Gelir $- Yillik Gider$-
Sapma Sapma
1 Kadin 24 22 23
2 Erkek 26 25 34
3 Erkek 29 34 45
4 Kadm 22 42 56
5 Kadin 31 12 23
6 Erkek 34 56 25
7 Kadin 23 34 37
8 Kadm 25 67 56
9 Kadm 27 56 67
10 Erkek 23 23 34

Cizelge 4.2 : Enron veri seti verileri goriintiileme

Miisteri No Cinsiyet Yas Yillik Gelir $ Yillik Gider$
1 Kadin 24 15 39
2 Erkek 26 13 81
3 Kadm 29 23 98
4 Erkek 22 34 23
5 Kadin 31 45 44
6 Erkek 34 56 25
7 Kadin 23 34 37
8 Kadm 25 67 56
9 Kadm 27 56 67
10 Erkek 23 23 34
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Cinsiyet:

Enron veri setindeki cinsiyet dagilimini gostermek i¢in bir barplot ve bir pasta grafigi

olusturulmustur (Sekil 4.1).

Sekil 4.1 : Enron veri seti cinsiyet verileri goriintiileme

Daha sonra, yasa gore analiz edilecegi i¢in bir histogram c¢izilmistir. Oncelikle cinsiyet
degiskenin Ozetini alarak ilerlenmistir ve daha sonra yas kriterine gore kiimeleme

gerceklestirilmistir.

21



20 1

Sekil 4.2 : Enron veri seti yas verileri dagilimi

Yukaridaki grafiklerden, mail kullanicilarin ¢ogunun 30 ila 35 yaslar arasinda oldugu,
ayrica minimum kullanic1 yaginin 18, maksimum yasin ise 70 oldugu sonucuna
varilmistir. Bir histogram ve bir yogunluk grafigi kullanarak yillik gelirleri

goriintiilenmistir (Sekil 4.2).

Yukaridaki grafiklerden, kullanicilarin minimum yillik gelirinin 15, maksimum gelirin
137 oldugunu acik¢a goriilmektedir. Ortalama geliri 70 olan kisiler, histogram
dagilimimmizda en yiiksek frekansa sahiptir. Tiim kullanicilarin ortalama geliri 60,56'd1r.
Enron kullanicilariin yillik gelirinin normal bir dagilima sahip oldugu
gozlemlenmektedir. (Sekil 4.2) Kullanicilarin yillik gideri ayni sekilde yillik harcama

miktarlar1 da kiimelenmistir.
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Sekil 4.3 : Enron veri seti yillik gider harcama verileri grafigi

Minimum harcama puani 1, maksimum harcama puani 99 ve ortalama 50.20'dir. Dagilim
grafiginden, 40 ile 50 arasinda bir harcama puanina sahip olan miisteri sinifinin tim
siniflar arasinda en yiiksek frekansa sahip oldugu sonucuna varilmaktadir (Sekil 4.3) .

Veri setimizin her bir Ozelligini kesfettikten sonra, kullanicilar o6zelliklerine gore
segmentlere ayrilmistir. Oncelikle K-Means kiimeleme algoritmasi ile ¢alisilmistir. Bu
algoritma, veri kiimesinden, kiimelerimiz i¢in merkezler olarak bilinen ilk merkezler
olarak hizmet edecek rastgele k nesneyi segerek baglar. Daha sonra her adimda, algoritma
her kiime i¢indeki bireyler arasindaki mesafe olan i¢ mesafeyi en aza indirmeye ve

kiimeler arasindaki mesafe olan ara mesafeyi en iist diizeye ¢ikarmaya ¢aligsmaktadir.

Optimum Kiime Sayisimin Belirlenmesi: K-Means algoritmasinda ilk adim olan k

sayisinin belirlenmesi adimi i¢in Siluet Yontemi uygulanmustir.

Ortalama Siluet Yontemi: Ortalama siluet yontemi yardimiyla kiimeleme isleminin
kalitesi Olciilebilmektedir. Bununla, veri nesnesinin kiime i¢inde ne kadar iyi oldugu
belirlenebilmektedir. Yiiksek bir ortalama siluet genisligi elde edilirse, iyi bir kiimeleme
yapilmis olmaktadir. Ortalama siluet yontemi, farkli k degerleri i¢in siluet gézlemlerinin
ortalamasini hesaplamaktadir. Optimal sayida k kiime ile, k kiime i¢in 6nemli degerler

lizerinden ortalama siluet maksimuma ¢ikarilabilmektedir.
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Sekil 4.5 : K=3 Degeri icin siluet degeri hesaplama
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Sekil 4.6 : K=4 Degeri icin siluet degeri hesaplama
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Sekil 4.7 : K=5 Degeri icin siluet degeri hesaplama
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Sekil 4.9 : K=7 Degeri icin siluet degeri hesaplama
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K=10 degeri hesaplanmistir. Algoritma verilerinin Sekil 4.4, Sekil 4.5, Sekil 4.6, Sekil
4.7, Sekil 4.8, Sekil 4.9 sonuglarina gore ortalama siluet degeri grafigi cizilmistir.
Ortalama Siluet degeri bu sekilde goriintiilenmistir (Sekil 4.10). Siluet yontemi ile en

uygun K degerini belirlenmistir.

ortalama
siluet degeri 0.40 1

0.36 -
0.34 -
0.32 1

0.30 -

T T T T T T T

2 3 4 5 B 7 g 9 10
kiime sayisi

Sekil 4.10 : Uygun K degeri hesaplama siluet yontemi

Kullanicilar i¢in segmentasyon gorevi i¢in en uygun kiime sayist k, ortalama siluet
genigligi 0,45 olan 6'dir. K=6 secilmistir ve K-Means kiimeleme algoritmasi

uygulanmustir.
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Sekil 4.11 : Gelir ve yasa gore kullanicilar kiimeleme

K-Means algoritmasi kullanilarak Enron veri seti kullanicilari gelir ve yasa gore
kiimelenmistir.(Sekil 4.11)
e Kiime 0 ve 5 — Yiiksek gelirli orta yastaki kullanicilar temsil etmektedir.

e Kiime 1 — Yiiksek yas ve diisiik gelir sahip miisterileri temsil etmektedir.

e Kime 2 — Orta yas ve orta gelir puanina sahip misterilerden
olusmaktadir.
e Kime 3 — Yiksek yas ve orta yillik gelir harcamasina sahip

miisterilerden olugmaktadir.

e Kiime 4 — Geliri orta, yas1 kiigiik olan miisterilerden olusmaktadir.

Veri setinin algoritmalara gore ¢aligma zamani hesaplanmistir ve veri sayisi

belirtilmistir.(Cizelge 4.3 )
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Cizelge 4.3: Kiimeleme algoritma deneysel sonuglar

S.N
Kiimeleme Veri Adedi Zaman
Algoritmalar: (Dakika)
1 Birch 8124 6.27
2 Dbscan 8124 1.1224
3 Cobweb 8124 7.92
(splits=87;merges=
90)
4 K-Means clustering 8124 4.567
5 Clique 8124 6.75

Bu verilerin tamami Google Colab iizerinde denenerek hesaplanmistir.

Cizelge 4.4 : Kiimeleme performans deneysel sonuglar

S.N Kiimeleme Accuracy Recall F-Measure
° |Algoritmalar: Dogruluk Hassasiyet Precision

1 | Birch 0.7623 0.5876 0.7654 0.664818

2 | Clique 0.7815 0.5847 0.6872 0.63182

3 | Dbscan 0.9675 0.8287 0.9132 0.8689

6 | Cobweb 0.8765 0.7756 0.6156 0.814135

7 | K-Means 0.9134 0.7862 0.7245 0.842377

Elde edilen sonuglar, Dbscan algoritmasinin diger algoritmalarla karsilastirildiginda
tiim metrikler acisindan iyi performans gosterdigini gostermektedir. Enron kullanici veri

seti iizerinde olusturulan kiime sayisi ve alinan siire bazinda cesitli kiimeleme
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algoritmalar1 arasinda karsilagtirma yapilmistir. Verilen veri kiimesi i¢in, Dbscan
algoritmasinin kiimeleme gergeklestirmesi daha az zaman alirken, Clique algoritmast
cok daha fazla zaman almistir. Kiimelenmis 6rnekler durumunda, Dbsan algoritmasi
daha fazla sayida kiime olustururken, Cobweb kiime algoritmasi1 daha az sayida kiime

olusturmustur.

Calismada kullanilan diger bir yontem yukarida kullandigimiz bes kiimeleme
algoritmasin1 ayn1 sekilde GPU ortaminda ¢alistirmak ve sonuglart CPU ortamindaki
sonuglarla karsilagtirmaktadir. GPU ortam1 i¢in aymi sekilde Google Colapse
kullanilmigtir. Deneysel ¢alismalar esnasinda kullanilan CPU’nun modeli Intel Xeon
Gold 6126 dir. GPU modeli ise Tesla T4 k80° dir. Tesla T4 bir adet CPU c¢ekirdegine
sahipken 2560 GPU cekirdegine sahiptir. Bunun yaninda GPU’lar , CPU’lara gore ¢ok
fazla sayida ALU(Arithmetic Logic Unit) bulundururlar.

Cizelge 4.5: CPU ve GPU fiziksel 6zellikleri

Islemci Mimarisi CPU CPU CUDA GPU Memory
Clock Core Core
CPU Intel Xeon Gold 2.3GHz 1
6126
GPU Tesla T4 k80 2.2GHz 1 2560 16 GB

Yapilan calismada Google Colab iizerinde GPU secilerek tiim kiimeleme algoritmalari

tekrar calistirilmistir ve matematiksel hesaplamalar yapilmistir (Cizelge 4.5).

Bu c¢alisma boyunca amag, secilen kiimeleme algoritmalarinin  kiimeleme

performanslarini yiirlitme siirelerine gore karsilagtirmaktir.
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CPU ve GPU ortamlarinda mail kiimeleme algoritmalarinin performanslarini
kiyasladigimizda ayni veri seti ve veri adedi i¢in performans farkliliklar1 olugsmaktadir.
Fakat sonug¢ olarak her islemde oldugu gibi GPU ‘ya sahip makinelerin kiimeleme
islemini daha hizli yaptig1 kanisi ortaya g¢ikmaktadir. GPU'larin paralellestirme
kapasiteleri CPU’lardan daha yiiksektir, ¢iinkii GPU’lar Merkezi Islem Birimlerinden
(CPU'lar) ¢cok daha fazla ¢ekirdege sahiptir. Bu ¢alismada CPU ve GPU arasinda
kiyaslama testleri yapilmistir. Testlerde Tesla k80 GPU ve Intel Xeon Gold 6126 CPU
kullanilmistir. Testler i¢in ihtiya¢ duyulan donanim miktarinin yiiksek olmasi nedeniyle
testlerde bulut {izerinde ¢alisan CPU ve GPU’lar kullanilmistir. Testler sirasinda bazi
hiper parametreler ayarlanmis ve CPU ile GPU arasinda performans degerleri
karsilastirilmistir.  Yapilan tiim testlerde GPU'nun CPU'dan daha hizli c¢alistigi
gozlemlenmistir. Baz1 durumlarda CPU sunucusu ve CPU sunucusu {izerinde yapilan
testlere géore GPU, CPU'dan 4-5 kat daha hizlidir. Bu degerler, daha fazla 6zellige sahip
bir GPU sunucusu kullanilarak daha da artirilabilir. Asagida CPU ve GPU

ortamlarindaki test sonuglar1 birlikte tablosal gosterilmistir (Cizelge 4.6 ).

Cizelge 4.6.: GPU ve CPU Kiimeleme performans deneysel sonuglar Karsilagtirma

S.N Kiimeleme Kiimeleme
Kiimeleme Veri Zaman CPU Zaman GPU
Algoritmalari Adedi | (Dakika) (Dakika)
] Birch 8124 6.27 327
2 Dbscan 8124 1.1224 0.9
3 Cobweb 8124 7.92 3.52
(splits=87;merges=
90)
4 K-Means 8124 4.567 2.23
5 Clique 8124 6.75 334
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5. TARTISMA VE SONUC

Bu tezde bes kiimeleme yontemi, K-Means, Birch, Dbscan, Clique, Cobweb
algoritmalar1 analiz edilmistir. Ayrica algoritmalarin zayif ve gliglii noktalari
tartisgilmistir. Her bir algoritma Python kullanilarak kodlanmig ve sunum igin
okuyucunun farkliliklar1 goérebilmesi i¢in ayni 6rnek veriler kullanilmistir. Kiimeleme
algoritmas1 se¢imi amaglara baghdir, ¢linkii farkli kiimeleme yontemleri, farkli
sonuclara yol agmaktadir. Hicbir yontem {istiin olarak kabul edilemez, ancak bazi
yontemler i¢in daha uygundur denilebilmektedir. Calismada 8124 veri kiimelenmeye
calistimistir. Kullanilan K-Means, Clique, Birch kiimeleme, Dbscan, Cobweb
algoritmalaridr. 11k olarak K-Means algoritmasi ile Enron veriseti kullanicilar1 yas ve
yillik gelirlerine goére kiimelenmistir. Kiimeleme esnasinda kiime i¢i benzerlikler
maksimum, kiimeler aras1 benzerlikler ise minimum olacak sekilde diizenlenmistir. Bes
algoritmada CPU ve GPU ortamlarinda defalarca calistirilmistir. Cizelge 2.10°u
inceledigimizde en hizli performansa sahip algoritma Dbscan algoritmasidir, 6zellikle
GPU ortaminda calistirildiginda ¢ok hizli bir sekilde 0.9 dakikada kiimeleme islemini
bitirmistir. CPU ortaminda ¢alistirdigimizda 1.1224 dakika ile diger algoritmalardan
daha hizli kiimeleme yapmustir. Ikinci olarak K-Means algoritmamiz gelmektedir. GPU
ortaminda 2.23 dakika, CPU ortaminda 4.567 dakikada, 8124 verimizi yas ve yillik
geliri baz alarak kiimelemistir. Uciincii sirada Birch kiimeleme algoritmasi GPU
ortaminda, CPU ortamina gore iki kat hizla calismistir. Ddrdiincii sirada Clique
algoritmamiz ve besinci sirada da Cobweb algoritmamiz gelmektedir. Dbscan
algoritmasinin en hizli ¢calismis olmasinin sebebi, algoritmanin komsular1 ile olan
mesafelerini hesaplarken onceden belirlenmis esik degerinden daha fazla olan alanlar
gruplandirarak kiimeleme islemini gerceklestiriyor olmasidir. Cobweb’ in ¢alismamizda
yavas kalmasinin sebebi ise bu algoritmanin en iyi kiimeyi bulana kadar karar verme
asamasinda nesneyi gecici olarak biitiin kiimelere 6nce koymasi, biitiin kiimeler i¢in
uygunluk degeri CU hesaplamasi ve sonunda en biiyliik CU degerine sahip kiimeye
nesneyi yerlestirmesidir. Bu sebeple diger algoritmalarimiza kiyasla yavas kalmistir.

Ayrica veri sayisinin ¢ok fazla olmasi durumunda kiime sayis1 ¢ok fazla artmaktadir.

Sonug olarak kiimeleme yapilacagi zaman eldeki verinin ve problemin ¢ok iyi analiz

edilmesinin 6nemi ortaya ¢ikmistir. Ciinkii biitiin algoritmalar farkli amaglara daha iyi
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hizmet etmektedir. Bu ¢aligmadaki bes algoritma performans hizina gére CPU ve GPU
ortamlarinda siralanmistir. CPU ve GPU ortamlar1 kiyaslandiginda GPU ortaminda
kiimeleme yapmanin acgik ara farkla 6nde oldugu gozlemlenmistir. Fakat yapilan isin
boyutuna GPU kullanmanin ekonomik boyutuna gore analizler yapilarak sec¢im
yapilmalidir. Biiyiik veriler i¢in GPU ortamlar1 kullanish oldugu i¢in ¢ok daha fazla
tercih edilmektedir. GPU ortaminda CPU ortamina gore ciddi hiz farki oldugu ve bizim

veri setimize gore en hizli algoritmanin Dbscan algoritmasi oldugu kanisina varilmstir.
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EKLER

EK 1 K-Means Python Dilindeki Kodlar

# Dividing based on K-Means Clusters

df ['K-Means Labels'] = clusters

# Short work emails. Internal work emails.

df 0 = df[df.K-Means Labels == 0]

temp 0 = pd.DataFrame (pd.Series(' '.join(df O['Cleaned Ema
11']) .split()) .value counts () [:200].sort values())

# Fantasy Football

df 1 = df[df.K-Means Labels == 1]

temp 1 = pd.DataFrame (pd.Series(' '.join(df 1['Cleaned Ema
i1"']) .split()) .value counts () [:200].sort values())

# Talking about gas market. Maybe these are the business e
mails. COntract deal price.

df 2 = df[df.K-Means Labels == 2]

temp 2 = pd.DataFrame (pd.Series(' '.join(df 2['Cleaned Ema
11"']) .split()) .value counts () [:200].sort values())

# Mostly spam offers services lots of images. This stayed
when size was increased also

df 3 = df[df.K-Means Labels == 3]

temp 3 = pd.DataFrame (pd.Series(' '.join(df 3['Cleaned Ema
11']) .split()) .value counts () [:200].sort values())

# Personal Emails

df 4 = df[df.K-Means Labels == 4]
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temp 4 = pd.DataFrame (pd.Series(' '.join(df 4['Cleaned Ema

i1']) .split()) .value counts () [:200].sort values())
#plt.bar (temp 4.index.values, pd.Series(' '.join(df 4['Cle
aned Email']) .split()) .value counts() [:20].sort values(),

align='center', alpha=0.5)

#plt.xticks (rotation="'vertical')

# Filtering K-Means Labels
index label 0 = df.index[df['K-
Means Labels'] == 0].tolist()

X0 = [X[x-1] for x in index label O0[:-1]]

index label 1 = df.index[df['K-
Means Labels'] == 1].tolist()

X1 = [X[x-1] for x in index label 1[:-1]]

index label 2 = df.index[df['K-
Means Labels'] == 2].tolist()
X2 = [X[x-1] for x in index label 2[:-1]]

index label 3 = df.index[df['K-
Means Labels'] == 3].tolist()
X3 = [X[x-1] for x in index label 3[:-1]]

index label 4 = df.index[df['K-
Means Labels'] == 4].tolist()
X4 = [X[x-1] for x in index label 4[:-1]]

from sklearn.cluster import DBSCAN

min samples set = int (math.ceil (math.log(len(X3))))

db = DBSCAN (eps=1.83, min samples=min samples set) .fit (X3)
labels = db.labels
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svd = TruncatedSVD (n_ components = 2)

reduced data 0 = svd.fit transform(X0)

print (np.unique (labels))

plt.scatter (reduced data 0[:,0], reduced data O[:,1], c=[m
atplotlib.cm.spectral (float (i) /10) for i in labels])

EK 2 Dbscan Python Dilinde Olusturulmasi

# Dividing based on DB Scan
df 0 = df 0[:-1]

df O['Dbscan Labels'] = labels

df 0 0 = df 0[df O0.Dbscan Labels == 0]

temp 0 0 = pd.DataFrame (pd.Series (' '.join(df 0 O['Cleaned

~Email']).split()) .value counts () .sort values())

df 0 1 = df 0[df O0.Dbscan Labels == 1]

temp 0 1 = pd.DataFrame (pd.Series(' '.Jjoin(df 0 1['Cleaned
Email']) .split()) .value counts() .sort values())

df 0 2 = df 0[df O0.Dbscan Labels == 2]
temp 0 2 = pd.DataFrame (pd.Series (' '.Jjoin(df 0 2['Cleaned

_Email']) .split()) .value counts () .sort values())

df 0 3 = df 0[df O0.Dbscan Labels == 3]

temp 0 3 = pd.DataFrame (pd.Series(' '.join(df 0 3['Cleaned
_Email']) .split()) .value counts () .sort values())

df 0 4 = df O0[df O0.Dbscan Labels == 4]

temp 0 4 = pd.DataFrame (pd.Series (' '.join(df 0 4['Cleaned
~Email']).split()) .value counts () .sort values())

# Determining optimal value of eps Label 1
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from sklearn.neighbors import NearestNeighbors

import matplotlib.pyplot as plt

# Min samples set to ln(number of points)

min samples set = int (math.ceil (math.log(len(X1))))

nbrs = NearestNeighbors (n neighbors=min samples set).fit (X
1)

distances, indices = nbrs.kneighbors (X1)

distanceDec = sorted(distances[:,min samples set-

1], reverse=True)

plt.plot (list (range(l,len(X1l) + 1)), distanceDec)

from sklearn.cluster import DBSCAN

min samples set = int (math.ceil (math.log(len(X1))))

db = DBSCAN (eps=1.3, min samples=min samples set) .fit (X1)
labels = db.labels

svd = TruncatedSVD (n components = 2)

reduced data 1 = svd.fit transform(X1)

print (np.unique (labels))

plt.scatter (reduced data 1[:,0], reduced data 1[:,1], c=[m
atplotlib.cm.spectral (float (i) /10) for i in labels])

# Dividing based on DB Scan

df 1 = df 1[:-1]

df 1['Dbscan Labels'] = labels

df 1 0 = df 1[df 1.Dbscan Labels == 0]

temp 1 0 = pd.DataFrame (pd.Series(' '.join(df 1 O['Cleaned
_Email']) .split()) .value counts() [:20].sort values())

df 1 1 = df 1[df 1.Dbscan Labels == 1]
temp 1 1 = pd.DataFrame (pd.Series (' '.join(df 1 1['Cleaned

~Email']).split()) .value counts() [:20].sort values())

df 1 2 = df 1[df 1.Dbscan Labels == 2]
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temp 1 2 = pd.DataFrame (pd.Series(' '.Jjoin(df 1 2['Cleaned

Email']) .split()) .value counts() [:20].sort values())

df 1 3 = df 1[df 1.Dbscan Labels == 3]
temp 1 3 = pd.DataFrame (pd.Series (' '.join(df 1 3['Cleaned

Email']) .split()) .value counts () [:20].sort values())

EK 2 .Dbscan Python Dilindeki Kodlar1

'pip install gensim

'pip install xlrd

'pip install openpyxl

import pandas as pd

import xlrd

import re

import io

import numpy as np

import math

from gensim.models.doc2vec import Doc2Vec, TaggedDocument
# Reading veri seti and extracting features and emails
data = pd.ExcelFile("Unique2.xlsx")

df = data.parse("Sheet 1")

df = df.dropna/()

number rows = 40000

df = df.iloc[list(range (0, number rows)), :]

# Performing Dbscan

from sklearn.cluster import DBSCAN

from sklearn.decomposition import TruncatedSVD

import matplotlib

import matplotlib.pyplot as plt

min samples set = int (math.ceil (math.log (number rows)))

db = DBSCAN (eps=1.85, min samples= min_ samples set).fit (X)
labels = db.labels

print (np.unique (labels))

svd = TruncatedSVD(n_components = 2)
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reduced data = svd.fit transform(X)
plt.scatter (reduced datal:,0], reduced data[:,1], c = [matplotlib.
cm.spectral (float (i) /10) for i in labels])

# Dividing based on DB Scan
df 0 = df O0[:-1]

df O['Dbscan Labels'] = labels

df 0 0 = df O[df O.Dbscan Labels == 0]

temp 0 0 = pd.DataFrame(pd.Series (' '.join(df 0 O['Cleaned Email']
) .split()) .value counts() .sort values())

df 0 1 = df 0[df 0.Dbscan Labels == 1]
temp 0 1 = pd.DataFrame(pd.Series(' '.join(df 0 1['Cleaned Email']
) .split()) .value counts () .sort values())

df 0 2 = df 0[df O0.Dbscan Labels == 2]
temp 0 2 = pd.DataFrame(pd.Series (' '.join(df 0 2['Cleaned Email']
) .split()) .value counts() .sort values())

df 0 3 = df 0[df 0.Dbscan Labels == 3]
temp 0 3 = pd.DataFrame (pd.Series (' '.join(df 0 3['Cleaned Email']
) .split()) .value counts () .sort values())

df 0 4 = df 0[df O.Dbscan Labels == 4]

temp 0 4 = pd.DataFrame(pd.Series (' '.join(df 0 4['Cleaned Email']
) .split()) .value counts() .sort values())
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